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1. Einleitung

Das Internet — abstrakte Version:

Router
Hosts /

Endsysteme Kommunikation gemas IP

In Wirklichkeit starke hierarchische Struktur,
viele verbundene Einzelnetze.
Internationale Verbindungen;
nationale Backbones;
ISP-Backbones;
lokale Netze.



Wie grol3 ist das Internet?

Aktuelle Schatzung fur Anzahl Hosts: ca. 680 Millionen
(gemaR Internet Systems Consortium, www.isc.org ).
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Wie grol3 ist das Internet? (Forts.)

Wie das ISC zu diesen Zahlen kommt:

,Hosts": Gerate mit global eindeutiger IP-Nummer.
Zahle alle IP-Nummern, zu denen es einen Host gibt.
Dazu Abbildung IP-Nummer ! Hostname per
inversem DNS-Lookup.

Insgesamt 232 IP-Nummern, daher vorab ,Pruning
von nichterreichbaren Teilnetzen.

Details: http://tools.ietf.org/rfc/rfc1296.txt



Internet im 1ISO/OSI-Schichtenmodell ( ! BSRvVS):

Anwendung

. o S L HTTP (! WWW), FTP, Mall
(application):

Transport: TCP, UDP
Vermittlung P
(network):

Hier: Ublicherweise ,Anwendungsschicht und dariiber".

Nicht (u. a.): Standard-Routing-Algorithmen;
Ressourcen-Management.



Ubersicht tiber den Rest der Vorlesung:

2. Der Webgraph

3. Suchmaschinen

4. P2P-Netze

5. Datenstromalgorithmen



2. Der Webgraph

Ubersicht:

2.1 Einleitung
2.2 Experimente
2.3 Modelle



2.1 Einleitung

World Wide Web:

Realisiert mittels HTTP (Anwendungsschicht).

Virtuelles (Overlay-)Netz aus HTML-Dokumenten
(Webseiten) mit Hyperlinks als Verbindungen.

De nition 2.1: Webgraph

Gerichteter Graph G D .V; E/ mit
Knotenmenge V: statische Webseiten.
Kantenmenge E: Hyperlinks.

Dabei nicht erfasst: Dynamische Webseiten.
Generierung bei Anfrage durch Skript (PHP...).
Oft: Zugriff auf Datenbanken.



Suchmaschinen:

Benutzeranfrage 7! Liste von Referenzen auf Webseiten.
Crawler: Regelmaliiger, automatischer Durchlauf
(Crawl) des Webs zwecks Datensammlung. Liefert:
Index: Abbildung Webseiten-ID 7! Inhalt.

Surface Web, indizierbares Web:  Webseiten, die
prinzipiell fur Crawler von Suchmaschinen erreichbar sind.
Nur ein kleiner Teil davon tatsachlich indiziert.

Deep Web: Der Rest.

— Dynamische Seiten, insbesondere
nichtoffentliche Datenbanken.

— Seiten, die Crawler ausschliel3en (robots.txt ).

— lIsolierte (nicht verlinkte) Seiten.



Einige Zahlen (Oktober 2009):

Alles Schatzungen, oft ideologisch/6konomisch motiviert.

Anzahl Web-Server: 226 Mio.

Siehe news.netcraft.com

Indiziertes Web: 20-60 Mrd. Seiten.

— Letzte of zielle Angabe von Google (2005): 8 Mrd.

— Suchbegriff ,a* bei Google: 16,25 Mrd. ;—)

— Schéatzung aus Web-Server-Anzahl: 61,6 Mrd.
(www.boutell.com )

Indizierbares Web:

— Gulli, Signorini (2005): 11,5 Mrd. Seiten
Schéatzung mit Sampling-Techniken (!  spater).

— Google-Blog 2008: ,1 Billion eind. URLs gefunden”.



2.2 Experimente

2.2.1 Struktur des Webraphen

Viele faszinierende Eigenschaften
experimentell belegt:
JFliegenstruktur* des Webs
JKleine-Welt‘-Phanomen
Webgemeinden
Potenzgesetze
Selbstahnlichkeit
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De nitionen 2.2:
Gerichteter Graph G D .V; E/ heif3t
stark zusammenhangend, falls fur beliebige
V;w/ 2V V Wegv w existiert.
schwach zusammenhéangend, falls fiir beliebige
.v;w/ 2V V Wegvon v nach w existiert, der sowohl
aus Kanten von G als auch aus umgedrehten Kanten
von G bestehen darf.
Starke / Schwache Zusammenhangskomponente
(starke / schwache ZK): Maximaler Teilgraph mit
entsprechender Eigenschatt.

Berechnung: In Zeit O.jV]jCjEj/ mit Hilfe eines
modi zierten BFS/DFS-Algorithmus
(! Vorlesung ,Ef ziente Algorithmen®).

11



Fliegenstruktur des Webs (Broder u. a. 2000)

Analyse eines Altavista-Crawls von 1999 mit
204 Mio. Webseiten, 1,5 Mrd. Links.

TENDRILS
44 Mio. Knoten

IN
44 Mio. Knoten

MAXSCC
56 Mio. Knoten

DISCONNECTED O —

16 Mio. Knoten
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Fliegenstruktur des Webs (Forts.)

Teilgebiet: | GroRRe (# Seiten):
MAXSCC: 56.463.993
IN: 43.343.168
ouT 43.166.185
TENDRILS: 43.797.944
DISC.: 16.777.756
Summe: 203.549.046

Ermittlung dieser Zahlen?
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Berechnung der Teilgebietsgr 6R3en

Graph in Adjazenzlisten-DS im Hauptspeicher (9,5 GB).

— Zu jedem Knoten eingehende und ausgehende Kanten.
— Komprimierte URLs als Knoten-IDs (Speicherplatz).

Starke ZKs / schwache ZKs mit bekannten Algorithmen.

Sei
V gesamte Knotenmenge;
MAXWCC grof3te schwache ZK.

Algorithmen!j MAXWCCj (186 Mio. Knoten), ]MAXSCC;.

Haben dann auch:
jDISCONNECTEDj D jVj j MAXWCC;.
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Berechnung der Teilgebietsgr 6Ren (Forts.)

Mit BFS von MAXSCC aus erreichbare Knoten
ohne MAXSCC selbst! OUT.
Analog fur umgedrehte Kanten ! IN.

SchlieRlich:
jTENDRILS]DjMAXWCCj .jMAXSCC]CjINjCj OUTj/.

Bemerkung:

Originalarbeit: Zusammenhangskomponenten nicht
abgespeichert, Sampling + ,Verrechnungstricks".
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Aktuellere Experimente (Donato u. a. 2004)

Crawl von der Stanford Webbase aus dem Jahr 2001,
200 Mio. Knoten, 1,4 Mrd. Kanten.

Teilgebiet: Broder u. a., Donato u. a.,
Altavista 1999: | Webbase 2001:

MAXSCC: 28 % 33%

IN: 21% 11%

ouT 21% 39%

TENDRILS: 22 % 13%

DISC.: 9% 4%




2.2.2 Kleine-Welt-Ph anomen

Urspringlich fur soziale Netze.
Karinthy (1929, Kurzgeschichte):

Je zwei Personen auf der Welt haben hochstens
Abstand 5 bez. Bekanntschaftsrelation.”

Experiment von Milgram (1967):
Briefe von ,zufalligen” Startpersonen an festes Ziel,
nur Uber Bekannte (Vorname) weiterleiten.
Durchschnittlicher Abstand 5;43 (1967er Arbeit),
aber nur kleiner Teil der Briefe kam Uberhaupt an.

Mathematische Formalisierung:
Kleiner durchschnittlicher Durchmesser.
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De nition 2.3: Durchmesser
Gerichteter Graph G D .V; E/.
Durchmesser:

diam.G/ VD max d.v;w/,
V;w/2V

wobei d.v; w/ Lange des kirzesten Weges von v nach w.
Durchschnittlicher Durchmesser:
diam.G/ VDi d.v;w/,
CJ .v;w/2C
wobei C alle Paare von verschiedenen verbundenen
~ Knoten enthalt.

Beobachtung: diam.G/ n 1,nVDY,].
Populare Formalisierung des Kleine-Welt-Phanomens:

diam.G/ D O.logn/.
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Durchmesser des Webgraphen

Albert, Jeong, Barab asi (1999):

LZufélliges Paar von Seiten im Web durch
hdchstens 19 Links verbunden.”
Theoretisch aus anderen experimentellen
Daten geschatzt.
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Durchmesser des Webgraphen (Forts.)

Arbeit von Broder u. a. (2000) aus Abschnitt 2.2.1:

Altavista-Crawl von 1999:
diam.MAXSCC/ 28.
Maximale endliche Weglange vermutlich ca. 900.
Nur fur 24 % aller Knotenpaare .v; w/ existiert Weg
v w. Ausschluss von nicht verbundenen Paaren bei
durchschnittlichem Abstand wichtig.
BFS-Durchlaufe fur Startknoten-Sample liefern:

‘ Vorwartskanten: ‘ Ruckwartskanten: ‘ Ungerichtet:

diam: \ 16,12 \ 16,18 \ 6,83
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2.2.3 Webgemeinden

Webgemeinde:

Gruppe von im Web reprasentierten Individuen mit
gemeinsamen Interessen. Im Ubertragenen Sinn die
gemeinsam von ihnen gestalteten bzw. bevorzugten
Webseiten.

Beispiele flir etablierte Gemeinden:
Case-Modder;
Star-Trek-Fans;
Freunde von Nacktmullen (?).

Hinweise: Verzeichnisse wie Yahoo!, web.de ,...;
Webrings; Newsgroups.
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Automatisches Finden von Webgemeinden
Arbeit: Kumar, Raghavan, Rajagopalan, Tomkins (1999).

Webgemeinden anhand von Linkstruktur erkennen?
Will ,aufstrebende Gemeinden* entdecken.

Beispiele aus der Arbeit von 1999:
Moslemische Studenten in den USA;
japanische Sangerin Hekiru Shiina;
australische Feuerwehr.
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Wie soll das gehen?

Autorit aten (authorities ):

Thematisch verwandte Seiten, fur die sich Webgemeinde
interessiert.

Problem: Oft keine direkten Links zwischen solchen Seiten!
Beispiel: Webshops fir Case-Modding-Zubehar.
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Wie soll das gehen?

Thematisch verwandte Seiten, flr die sich Webgemeinde

Autorit aten (authorities ):
interessiert. |

Problem: Oft keine direkten Links zwischen solchen Seiten!
Beispiel: Webshops fir Case-Modding-Zubehar.

Idee: Identi ziere Seiten, die Links auf (viele)
authoritative Seiten haben (Kozitation).

Verteiler (hubs):
Seiten, die Links auf Autoritaten der Webgemeinde haben.
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Winziger Ausschnitt Case-Modder-Gemeinde:

Verteiler Authoritaten
caseumbau.de caseking.de
computerbase.de ichbinleise.de
young-modders.de com-tra.de

Graphisches Tool:  www.touchgraph.com
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Formalisierung:

JFast’ bipartiter Teilgraph des Webgraphen:
Nur wenige Links innerhalb der Verteiler / Autoritaten;
viele Kanten zwischen diesen Mengen.

Vollstandiger bipartiter Teilgraph:
Kern (core) der Webgemeinde.

De nition 2.4: Vollst andiger bipartiter Graph
Graph K;.j:
Knotenmenge V1 [ Vo mitjV1j D i, jV2j D |;
Kantenmenge E D V; V.
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Experimente von Kumar u. a. (1999)
Daten: Alexa-Crawl von 1998, ca. 200 Mio. Seiten.

Vorverarbeitung:

Listen mit potenziellen Verteilern / Autoritaten:
— Verteiler: Knoten mit Links zu mindestens 6
verschiedenen Websites.
Grund: Verwaltungslinks / Spamming vermeiden.
— Autoritaten: Knoten mit Eingangsgrad kleiner als 50.
Grund: Vermeide populare Seiten wie yahoo.com.
Eliminiere aggressiv Duplikate in Verteiler-Liste
(entsprechende Techniken spater in der Vorlesung).
Grund: i Kopien (Mirrors) von Verteiler mit ] Nachfolgern !
unerwinschter .i; j/-Kern, keine Webgemeinde.
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Algorithmus F INDE .i; j/-KERNE:

ITERATIVES PRUNING:

Wiederhole bis keine Veranderung mehr:

Eliminiere potenzielle Verteiler / Autoritaten mit zu
kleinem Ausgangs- bzw. Eingangsgrad + zugeh. Kanten.

INKLUSIONS-EXKLUSIONS-PRUNING:
Arbeitet auf Liste aller Kanten zwischen potenziellen
Verteilern und Autoritaten.

Wipiil; W
— Falls jSj i
Furalle S° SmitjSD igib S® f wy;:::; wgals

Sonst: Eliminiere v und zu v inzidente Kanten.
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Bemerkungen:

Heuristik (nicht alle Kerne!), schwammige Originalarbeit
lasst einigen Spielraum flr Interpretationen.

FINDE .i; j/-KERNE mit geschickter Streaming-
Verarbeitung auf passend nach Kanten-Startknoten bzw.
Kanten-Zielknoten sortierter Liste der Kanten.
Rechenzeit dominiert vom Sortieren der Kantenliste.
Ansonsten flr INKLUSIONS-EXKLUSIONS-PRUNING nur
lineare Zeit in Ein- und Ausgabelange, da pro Schritt
mindestens eine Kante entfernt.

Originalarbeit enthalt weiteren Schritt, der aus .i; j/-Kernen
fur kleine i inkrementell solche flr groRere i konstruiert.
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Ergebnisse:

(Erinnerung: Gesamtanzahl Seiten ca. 200 Mio.)

In 1999: Newsgroups, kommerzielle Verzeichnisse:

ca. 10.000 etablierte Gemeinden.

Arbeit liefert ca. 100.000 aufstrebende Gemeinden.

Kern-Anzahlen (Ausschnitt):
Qi | 330 | 43 | 5,300 6,30
#Ki;j: | 38.887 | 11.410 | 7.015 | 2.757

Erkenntnis Uber Webgraphen:
Existenz von gro3er Anzahl von K;;; fir kleine i j
(Clusterbildung).
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2.2.4 Potenzgesetze

Beobachtung:
Viele Parameter in natirlichen / sozialen Systemen zeigen
Streuung Uber groRen Wertebereich.

Insbesondere: Gerade nicht normalverteilt.

Beispiele:
Einkommensverteilung;
Einwohnerzahlen;
Worthau gkeiten;

Anzahl eingehender / ausgehender Links auf Webseiten.

Verteilungen folgen Potenzgesetzen.
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De nition 2.5: (Diskrete) Potenzgesetz-Verteilung

Sei > 1. Zufallsvariable X 2  hat (diskrete)
Potenzgesetz-Verteilung, falls

e
PriX D xg DX—;

wobei
1 R 3
D il
X

Nenne Exponent der Verteilung.

D ./ (riemannsche Zetafunktion).

Alternative Namen: Zipf-Verteilung, Zeta-Verteilung.
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Beispiel:

Exponent

D 2.

0.6
0.5-
0.4-
0.3-
0.2-
0.1

<

0+—o-o

4

Lo o

6

10
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Log-Log-Plots

Sei f.x/ VDc=x . Dann:
logqof.x/ D logigcC l0ogq XI
log,, f.10%/ D log,gC &
Allgemein: Plot von & 7! log,f.10%/ heif3t Log-Log-Plot.

Liefert fur f D Potenzgesetz-Verteilung lineare Funktion
mit Steigung und vertikaler Verschiebung log c.

In Anwendungen oft einfach Plot der absoluten Hau gkeiten,
fur Parameter ¢ dann beliebige Werte zulassig.
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Webgraph: Potenzgesetze flir den Knotengrad

Arbeit von Broder u. a. aus Abschnitt 2.2.1.:
Untersuchung der Eingangsgrade und Ausgangsgrade, d. h.
Anzahl eingehender bzw. ausgehender Links. Daten:
Altavista-Crawl von 1999.
Zusatzlich externe Seiten mit mindestens 5 Links
aus ursprunglichem Crawl.

Log-Log-Plot Eingangsgrad Log-Log-Plot Ausgangsgrad
le+1n . . . le+1d . . .
1e+@9 Eingangsgrad gesamt @ | 1e+@9 L Ausgangsgrad gesamt @
Potenzgesetz mit Exponent 2.09 Potenzgesetz mit Exponent 2.72
1e+88 ir Eingangsgrad externe Links  + o le+88 Ausgangsgrad externe Links  + o
1o} Potenzgesetz mit Exponent 2.1 Og Potenzgesetz mit Exponent 2.67
S le+d? b B S letd? - + THug 1
= =
3 1e+me P le+me -
8 8
S 1a8aaa ;188888 r
S 1opEe S teese |
N N
& 1@ea Z 1oee -
188 lee
1@ 18 -
1 i 1
1 18 1@ logeea 1 18 188 1a@aa@

Eingangsgrad Ausgangsgrad



Potenzgesetze fir den Knotengrad (Forts.)

Arbeit von Donato u. a. aus Abschnitt 2.2.1:
Wieder Crawl aus der Stanford Webbase von 2001.
Log-Log-Plot Eingangsgrad Log-Log-Plot Ausgangsgrad

2;0

Anzahl Webseiten
Anzahl Webseiten

Eingangsgrad Ausgangsgrad

35



Potenzgesetze fir den Knotengrad (Forts.)

Arbeit von Donato u. a. aus Abschnitt 2.2.1:
Wieder Crawl aus der Stanford Webbase von 2001.

Log-Log-Plot Eingangsgrad Log-Log-Plot Ausgangsgrad
2,0
g g
5 3
2 2
Q [
2 2
= =
< <
= 5
< <
Eingangsgrad Ausgangsgrad

Erkenntnisse tber Webgraphen:
Eingangsgrad folgt vermutlich Potenzgesetz
mit Exponent 2:1.
Ausgangsgrad hat vermutliche andere Verteilung.
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Weitere Potenzgesetze im Internet:

Grol3en der schwachen und starken ZKs des Webgraphen
(Broder u. a 1999; Donato u. a. 2004);

Anzahl Benutzerzugriffe auf verschiedene Web-Sites
(Adamic und Huberman 2001);

Gradverteilung fur Internet-Graph auf

verschiedenen Hierarchieebenen

(Faloutsos u.a. (1999) + Nachfolgearbeiten,

z.B. Chen u.a. (2002), Jaiswal u. a. (2004)).
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2.2.5 Mehr Uber Potenzgesetze

De nition 2.6: (Kont.) Potenzgesetz-Verteilung

Seien ; b > 0. Zufallsvariable X 2  hat (kont.)
Potenzgesetz-Verteilung, falls fir allex b

PrfX > xg D ;

Alternativer Name: Pareto-Verteilung.
Verteilungsfunktion:

F.x/ DPrfX xgD1
Dichte:
d b C .
fxID—F.x/D———D —; mitcVD b, VD1C
dx x1C X
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Momente:

Sei X gema% Dichte f.x/ D cZ:xlc verteilt, m 2
1 1

E.X™/ D xMf.x/dx D cx™  ldx
b b

C m .
m b
Nur endlich, falls m <

D

Fall 1: Erwartungswert und Varianz unendlich.

Fall 2. Erwartungswert endlich, Varianz unendlich.
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Normalverteilung:

Konzentration um Erwartungswert.

Exponentiell abfallender Auslauf (tail) der Dichtefunktion.

Potenzgesetz-Verteilung:

Grol3e Varianz.
Polynomiell abfallender Auslauf der Dichtefunktion
(heavy-tailed distribution).
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Skaleninvarianz-Eigenschatft:

Sei f.x/ D c=x . Fur Konstanten a 60D0:
1

faxiD~ Sp1 fx
a X a
Anderung des x-Achsen-MaRstabs !
Anderung des y-Achsen-MaRstabs;
Form der Funktion bleibt erhalten.

Wahrend z. B. fur Exponentialverteilung:
Dichtef.x/ D e X,f.ax/D e & (furx

Weitere Detalils:
Li, Alderson, Doyle und Willinger (2006).

0).
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2.2.6 Selbst ahnlichkeit

Was liefert detailliertere Sicht auf
Teilstrukturen des Webgraphen?

Experimente von Dill u. a. (2001):
Betrachte thematisch zusammengehorige Teilgraphen
(TUCs, thematically uni ed clusters)).

Knotenmenge z. B. de niert Uber:
Inhalt (Schlisselworter);
Organisation: Websites, Intranet;
geographische Hinweise (Telefonnummern, PLZs...);

Jeweils davon induzierten Teilgraphen betrachten.
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Experimente von Dill u. a. — Ergebnisse:
Thematisch de nierte Teilgraphen haben mit dem
Gesamtgraphen vergleichbare Eigenschaften:
Potenzgesetze;
bipartite Kerne (Ks.7-Teilgraphen);
Fliegenstruktur.
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Experimente von Dill u. a. — Ergebnisse:
Thematisch de nierte Teilgraphen haben mit dem
Gesamtgraphen vergleichbare Eigenschaften:
Potenzgesetze;
bipartite Kerne (Ks.7-Teilgraphen);
Fliegenstruktur.

Pennock u. a. (2002):

Abweichungen von Potenzgesetzen fir Eingangsgrad fur
kleine Gradanzahlen.
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Fraktale Struktur des Webgraphen (Dill u. a.):

navigational backbone



2.2.7 Dynamik

Trotz Bedeutung bisher eher sparsam erforscht:
Schwierigkeit & Kosten der Datensammlung

Cho und Garcia-Molina (1999):

270 ,populare” Websites in den USA;
Crawl mit maximal je 3000 Seiten jeden Tag fur 4 Monate;
durchschnittlich ca. 720.000 Seiten/Tag.
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Cho und Garcia-Molina (1999) — Ergebnisse:

durchschnittliche Zeit zwischen Updates und
geschatzte Lebensdauer der Seiten (siehe unten)
Update-Intervalle gut modelliert durch Poisson-Prozess

Anteil
Seiten

0,5
0,4
0,3
0,2

0,1

1T

>1T >S1TW >1M
<1W  <1M  <4M

Update-Intervalle

>4M

Anteil
Seiten
1.0 ke

com 038

net + org 0,6

edu 04

gov

02

Lebensdauer
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Bordino u. a. (2008):

Anteil Seiten (normiert)

12 Crawls von 100 Mio. Seiten von .uk -Domain
in aufeinanderfolgenden Monaten

Plausibilitatsprufung

Geburts- und Todesraten von Seiten und Links

1 2 3 4 5 6 7 8 9 10 1" 12
Zeit (Monate)

Anteil Links (normiert)

1 2 3 4 5 6 7 8 9 10 1" 1
Zeit (Monate)

Geburts- und Todesraten von Seiten / Links
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Zusammenfassung Abschnitt 2.2:

Experimentell belegte Eigenschaften des Webgraphen:

@ Fliegenstruktur: Aufteilung in IN, OUT, SCC.
® Kleine-Welt-Ph anomen: Kleiner mittlerer
Durchmesser trotz diinner Kantenbesetzung.

©® Webgemeinden: Identi zierbar Uber Verteiler und
Authoritaten, liefern viele bipartite Kerne.

O Potenzgesetze fir viele Parameter, Uber weite
Wertebereiche. Insbesondere Eingangsgrad
der Webseiten.

® Selbst ahnlichkeit bezogen auf thematisch
zusammengehorige Teilgraphen.

©® Dynamik: Hohe Geburts- und Todesraten von
Knoten und Kanten.
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2.3 Modelle

Wozu tberhaupt?
Test von Algorithmen;
Vorhersage zukunftiger Entwicklung;
besseres Verstandnis beobachteter Phanome.

Anforderungen an Modelle:
Dynamische Entwicklung;
Potenzgesetze, z. B. fur Eingangsgrad,;
kleiner durchschnittlicher Durchmesser;
Clusterbildung, insbesondere viele K;:j-Kopien.

Ausgezeichneter Ubersichtsartikel: Cami, Deo (2008).
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Ubersicht:

Statische Modelle:
Knotenanzahl vorab xiert, nur zuf allige Kanten.
Hier: Erdos-Rényi (2.3.1).

Dynamische Modelle:
Knotenanzahl ist ebenfalls Zufallsvariable.
Zwei grundlegende Modellklassen fur Webgraphen:

— Preferential Attachment (2.3.2);
— Copying (2.3.3).
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2.3.1 Der Klassiker: Das ER-Modell

Grundlegende Arbeit: Erdos, Rényi (1960).
Bisher das Modell fur zufallige Graphen schlechthin.

De nition 2.7:
Zufalliger gerichteter Graph G.n; p/, p 2 T0; 1U

Far alle .v;w/ 2V V:

Mit Wahrscheinlichkeit p: Fuge .v; w/ zu E hinzu.

Alle Entscheidungen unabhangig voneinander.
Nenne p Kantendichte.

Bemerkungen:
Oft Verhalten firn ! 1
In der Literatur: Ungerichtete Version verbreiteter.

ng
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Wahl von p fir Webgraphen?

Fur Modelle verbreitete Annahme / Eigenschaft:
(Erwartete) lineare Kantenanzahl oder sogar

konstanter Ausgangsgrad.

Dann passender Wert: p D p.n/ D c=n, ¢ > 0 Konstante,
E.# Anzahl Kanten/ D p n? D cn.

Plausibel, aber kaum experimentell untersucht.
Muss zeitliche Entwicklung des Webgraphen verfolgen.

Leskovec, Kleinberg, Faloutsos (2006):
Evtl. falsch: Fir einige reale Graphen JEj c¢cn mit > 1!
Z.B. AS-Graph, AS: Autonome Systeme.
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Gradverteilung fir ER-Modell:

Proposition 2.8:
Fur G.n; p/ qilt:
Fur alle Knotenv, k 2f0;:::;n 1g

Prfindeg.v/ D kg D nkl pk.1 p/n LKk

D B.n 1;plkl/
(Binomialverteilung mit Parameternn 1, p).

Sei Nk:n VD# Knoten mit Eingangsgrad k. Dann:

E.Nx.n/Dn B.n 1;p/lk/.
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Gradverteilung ER-Modell: n!1

Falls np " , > 0 Konstante bez. n:

Prfindeg.v/ D kg"" e X=W DP./. kI
(Poisson-Verteilung mit Erwartungswert ) und

E.Ngn=t/ T P./. KI.

Poisson-Verteilungen (Dichten):

[olNe)

0.16 D5
erE I oo D 10

0.1 o
0087 ° '
0.06 °o ©
0.047 , o
0.02 . o o

0 5 10 15 2C
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Satz 2.9: Chernoff-Schranken

XVDX;C CX;,0 1, dann gilt:

PriX .1 /EXg e °‘EX2 ynd
PrfX .1C /EXg e ‘EX=3

Referenz:

Hagerup, Rib, ,A guided tour of Chernoff bounds".
Information Processing Letters, 33:305-308, 1989.

54



Gradverteilung ER-Modell: Auslauf
Xk:n.v/ VD ihdeg.v/ D kU v 2 V.

Dann:

X

v2V

Chernoff-Schranken (Unabhangigkeit der Xg-n.v/) )

VRI=EN
PrfiN ENj dg

Exponentiell abfallender Auslauf (exponential tail).

- 2 — 2—
e .d=EN/“EN=3 De d —.3EN/_
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Proposition 2.10:

Sei p D c=n fur eine Konstante ¢ > 0 bez. n. Seieni;j 2
Konstanten beziiglich n. Dann konv. die erwartete Anzahl K|
inG.n;p/ firn!1 gegen eine Konstante.

Beweis:

Wskt. fur bipartite Cligue V. W:

p'l.
Anzahl Wahlen solcher V; W:
n n i
i j
Damit Erwartungswert:
n n i . n% c¢iijjjc
pil g% 0.

i i iWjW n
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JKlassische" Ergebnisse zu zufélligen Graphen fir
ungerichtete Variante des G.n; p/-Modells, p D c=n:

Fast sicher, d.h. mitfurn!1  gegen 1 konv. Wskt.:
Durchmesser O.logn/ (Chung, Lu 2001).
Schwellwert-Theoreme, z. B. , giant component*:
p D c1=n, ¢1 < 1: Fast sicher Grol3e von max. ZK O.logn/.
p D cy=n, ¢, > 1: Fast sicher Gro3e von max. ZK 2. n/.
(Erdos, Rényi 1960.)

Fur gerichteten Fall Schwellwert-Theorem analog zu

obigem fiir grofRte starke ZK (MAXSCC) (Karp 1990).

Kleiner Durchmesser gut, aber der Rest?
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Fazit fur ER-Modell:

Eigenschaften ungeeignet fur Webgraphen.
Problem: Unabhangigkeit der Kantenwahlen
Weiterer Nachteil: Knotenanzahl fest, keine Dynamik.
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2.3.2 Preferential Attachment

Arbeiten: Barabasi-Albert (1999), Bollobas u. a. (2001).

BA-Modell:
Schritt t D 1 (Initialisierung):
Knoten mit zwei Schleifen.
Schritt t > 1:
— Erzeuge neuen Knoten u mit einer Schleife.
— Fuge Kante .u; v/ hinzu, v zufallig:
d

PrfKnoten v j indeg.v/ D dg D indeg.wi’

Bevorzugt bereits gut verbundene Knoten
(,the rich get richer* / ,the winner takes it all*).
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Bisher Ausgangsgrad 1, falls Schleifen ignoriert.

Erzeugung von Ausgangsgrad d (ohne Schleifen):
Identi ziere jeweils d Knoten von
aufeinanderfolgenden Schritten.

Nkt VD# Knoten mit Eingangsgrad k nach Schritt t.

Satz 2.11 (Bollob as u.a. 2001):

Fird 1gibteseincy > O0sodassfir0 kD k.t/ t¥15
Cd

k3’

Fur beliebige "> Ound mitfurt!1 gegen 1 konv. Wskt.
hat Nyt hochstens Abstand " von E. Ny:-t/.

E.Ng=t/

Also Potenzgesetz-Verteilung mit Exponent| D 3.
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Analysetechniken fur Parameter von zuféalligen Graphen:
Heuristisch: z. B. ,Mean-Field-Technik".
Exakt:
— Erwartungswert mit Differenzengleichung;

— Konzentrationsergebnis (Methode der
beschrankten Differenzen, Martingalen-Theorie).

Hier:

Wichtigste Spezialform der exakten Technik

am Beispiel der Verteilung des Eingangsgrades im
BA-Modell, mit wenig Rechendetails.

Beachte:
Auch  exakte* Technik beinhaltet allerlei Fehlerrechnungen,
die oft ;abgekirzt* werden. (Dies ist harter Stoff.)
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Beweisskizze zu Satz 2.11:

Ziel: E.Ng:¢=t/ als Funktion von k, furt!1

Danach Konzentrationslemma !
gute Approximation von Ng. m. h. W. — hier nicht.

Betrachte im Folgenden Schritt t C 1 im BA-Modell.

Haben (BA-Modell): Verteilung fir Ziel v von Kante t C 1,

wenn Graph fur Schritt t xiert .

Beobachtung: Gesamtgrad vor Einfiigen der Kante ist 2t C 1.
d

PrfZiel ist v j i v/DdgD——.
rfZiel istv j indeg.v/ D dg 5 C1
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Betrachte BA-Graph bei Einflgungen zum Zeitpunkt t C 1.

Wie kann sich Nt durch Einfligungen éndern?
Schreibe
Nk;tc1 D Ni;t € Xk:tea-
Xk:t hangt nur von Ziel von neuer Kante ab:
@ Ziel ist neuer Knoten:
X2tc1 DC1
@ Ziel ist alter Knoten vom Grad k  1:
Xk:tc1 DC1

® Ziel ist alter Knoten vom Grad k:
Xkitc1 D 1
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Betrachte BA-Graph bei Einflgungen zum Zeitpunkt t C 1.

Wie kann sich Nt durch Einfligungen éndern?
Schreibe
Nk;tCl D Nk;t C Xk;tCl-

Xk:t hangt nur von Ziel von neuer Kante ab:

@ Ziel ist neuer Knoten:

Xo. DC1 Wskt.: ——
ztcl 2tC 1
@ Ziel ist alter Knoten vom Grad k  1:
Xktc1 DC1

® Ziel ist alter Knoten vom Grad k:
Xkitc1 D 1
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Betrachte BA-Graph bei Einflgungen zum Zeitpunkt t C 1.
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Schreibe
Nk;tCl D Nk;t C Xk;tCl-

Xk:t hangt nur von Ziel von neuer Kante ab:

@ Ziel ist neuer Knoten:

Xo- DC1 Wskt.: ——

2tc1DC skt TR

@ Ziel ist alter Knoten vom Grad k  1:
k 1

® Ziel ist alter Knoten vom Grad k:
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Betrachte BA-Graph bei Einflgungen zum Zeitpunkt t C 1.

Wie kann sich Nt durch Einfligungen éndern?

Schreibe
Nk;tCl D Nk;t C Xk;tCl-

Xk:t hangt nur von Ziel von neuer Kante ab:

@ Ziel ist neuer Knoten:

Xpqc1 DC1  Wskt: ——
21 D C Skt e

@ Ziel ist alter Knoten vom Grad k  1:

k 1

® Ziel ist alter Knoten vom Grad k:

k
Xkitc1 D 1 Wskt.: —— N;
k;tC1 Ste 1 kit
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Im Folgenden nur nochk 3.

Kompakte Notation:

8
. k 1 .
%Cl, Wskt.m Nk 1:t;
Nk:itct D Nkt C : LN
E 1 Wskt. = Ni;

0; mit restlicher Wskt.
Genaugenommen: Formal schludrig —
Wsktn. hangen von Zufallsvariablen ab!?

Gemeint: Auf rechter Seite alles unter der Bedingung eines
xierten Graphen zum Zeitpunkt t.

Dann sind Nk 1:t, Nk:t feste Zahlen.
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Korrekt mit Erwartungswerten:
E.Nk:tc1jGt D G/ D

cy .1t

2tC1

E.Nk:tjGt D G/ C 1/

wW o AW 0

k
2tC 1
" 0 Restwskt.

E.N¢ 1:jG¢ D G/

Erwartungswert Uber zufallige G bilden,

Satz von der totalen Wskt. ! Beding

ungen weg:
k k 1
E.Ng. DE.Ngt+/ 1 —— E.N . S—
k:tc1/ k:t! 1 C k 1.t/ I

Zusatzlich: Anfangsbedingungen, Fall

e k 2. Hier nicht.
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Hatten:

k k 1
E.Nk:tci/ D E.Ng;t/ 1 1 CE.Ng 1.t/ et

k

3.

Differenzengleichung mit zwei Parametern k; t...
das sieht tibel aus!

Tricks:
Uns interessiert nurt ! 1
Benutze Ansatz: E.Nk:t/ D axt C b.
(Vgl. Losen von linearen Differenzialgleichungen.)

Neue Gleichung nach Einsetzen, Rechnenundt!1

ak.kC2/ Ak 1.k 1/ D O, k 3.

Trivial I6sbar durch ,sukzessives Einsetzen“. ..
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Losen der Differenzengleichung:

k 1
D
A ¥
I
D a —
2 jCcs3
jD2
kW 12.k C 3/
D a Qk . k
ipo-1 C 3/
kViKZ
0.z/ D lim :
z k!ll z.zCl1l .zCk/
Endergebnis:
a.  12a,0.3/ k—13 K ,groR",

Also E.Ny.t=t/  c=k3, c Konstante.
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Durchmesser:

Sei Gy, der vom BA-Modell mit Ausgangsgrad d erzeugte
Graph mit n Knoten. Aussage ohne Beweis:

Satz 2.12:

Fall d D 1:
Fast sicher, d.h. firmitn!1  gegen 1 konv. Wskt. gilt:

diam.G1.n/ D 2. logn/.
(Pittel 1994).

Fall d > 1:
Fast sicher gilt:

diam.Gq.n/ D 2.. logn/=.loglogn//.
(Bollobas und Riordan 2004).
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Kritik an BA-Modell:

Fur Ausgangsgrad d D 1 nur Baume erzeugt.
Allgemein nur azyklische Graphen ((MAXSCCj D 1).

Idee fur Abhilfe:

Wie gehabt Ziel fur Kante zufallig mit Wskt.
proportional zum aktuellen Eingangsgrad.
Nun auch Start der Kante zufallig mit Wskt.
proportional zum aktuellen Ausgangsgrad.

Arbeit: Aiello, Chung, Lu (2001).
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ACL-Modell A:
Fur jeden Knoten v Gewichte wjn.v/; Wout. v/ 2

Zeit t D 1:
Isolierter Knoten v mit wi,.v/ D Wout.v/ D 1.
Zeitt > 1:
Munzwurf mit Ausgangen ,Knoten® und ,Kante":
— ,Knoten®, Wskt. 1
Neuer isol. Knoten v mit wi,.v/ D Wgut.v/ D 1.
— Kante“, Wskt.
— Neue Kante .v; w/. Wahle v bzw. w aus allen Knoten

mit Wskt. proportional zu deren aktuellem Gewicht
Wout. V/ bzw. wi,.w/

— Inkrementiere wgyt. v/ und wi,.w/.
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Beobachtung:

Zum Zeitpunkt t:
Erwartete Knotenzahl .1/ t, erwartete Kantenzahl t.
Erwartete Kantendichte =.1 / DV1.

Satz 2.13 (Aiello, Chung, Lu 2001):

Fur Graph gemafl Modell A haben Knoten-Eingangs- und
Ausgangsgrade Potenzgesetz-Verteilung mit Exponent
2C1l=1D1C1=.

Nachteile bei diesem Modell:
Exponent flr Potenzgesetz an Dichte gekoppelt.
Gleicher Exponent fur Eingangs- und Ausgangsgrad.
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Ansatz fur Beweis von Satz 2.13:

Analog zum BA-Modell, hier Anfangsfalle sogar einfacher.

Beobachtungen:
Symmetrie: Analyse z. B. nur des Eingangsgrads reicht.
AulRerdem: wi,.v/ D indeg.v/ C 1 fur alle v:
Kann Gewicht statt Grad betrachten.
Gesamtgewicht nach t Schritten genau t.

Verteilung fur Kanten:  Fir zuféllige Kante .v; w/:

k
PrfZiel ist w j wi,.w/ D kg D?.
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Damit ergibt sich (in ,kompakter Notation*):

Nii D1 ;Cl;
Ni:tc1 D N1;th 1;
"o
Fark 2:
Nki DO

Nk:tc1 D Nt

8
§C1;
C§ ]_;

0;

Wskt. 1 :

1

mit restlicher Wskt.

k

mit restlicher Wskt.
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Dies liefert z. B. fur den allgemeinen Fallk  2:

E.Nktc1/ D E.Ngy/ 1 % CEN¢ 1/

Wieder Differenzengleichung I6sen analog zum BA-Modell.
Mehr Details: Cami-Deo-Paper.
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ACL-Modell B:

Initiale Gewichte flr neue Knoten nicht mehr 1, sondern
beliebige in; out > O flur Eingdnge bzw. Ausgange.

Exponenten flr Potenzgesetze (0. Bew.):
Eingangsgrad: 2 C ,=1, Ausgangsgrad: 2C o, =1.

Weitere Varianten: siehe Originalarbeit.
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2.3.3 Kopiermodelle

Arbeit: Kumar, Raghavan, Rajagopalan, Sivakumar (2000).

Idee: Nachahmung der Erzeugung von neuen Webseiten.

Viele Links von ,anerkannter Referenzseite”
Ubernommen.

Zusatzlich einige neue Ideen !

,<Zufallige Links zu bestehenden Seiten.
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Kopiermodell mit linearem Wachstum (LGC-Modell):
Parameter 2 .0; 1/, Ausgangsgrad d.
Schritt t D 1: Knoten mit d Schleifen.
Schritt t > 1:
Erzeuge neuen isolierten Knoten w.
Wahle Prototyp v, zuféllig gleichverteilt aus
Knoten 1;:::;t 1.

— Wirf Mlinze mit Ausgangen ,Kopieren* mit Wskt.
und ,Zufall* mit Wskt. 1

— ,Kopieren*: Kante von w zu Ziel der i-ten Kante
von vp.

— Zufall*: Kante von w zu zufalligem Knoten
ausfl;:::;t 1g
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Bemerkung:

Ziemlich haarige Analyse (nur fur d D 1 durchgefuhrt) !
Eingangsgrad hat Potenzgesetz-Verteilung mit
Exponent 1 C 1= . (Hier ohne Beweis.)

Grol3es Plus: Kopiermodelle sind die einzigen Modelle,
fur die groRe Anzahl bipartiter Cliquen nachgewiesen.

Ki:j:t VD# Ki.j-Kopien im LGC-Graph nach t Schritten.

Satz 2.14 (Kumar u. a. 2000):
Seien i, d konstant bez. t. Dann gibt es eine Konstante

¢ > 0, sodass fur hinreichend grof3e t gilt: E.Kj.q-t/ t=c'.
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Beweis:

Nenne Knoten Duplikator, wenn er alle Links seines
Prototyps kopiert. Wskt. dafir: 9.

Nenne Knoten Innovator, wenn er all seine Links zufallig
auswahlt. Wskt. dafir: .1 /9.

Nenne Knoten voll, wenn all seine d Nachfolger
verschieden sind.

(Beachte: Der zufallige Auswahlprozess kann auch
Multikanten erzeugen. Zu Anfang ist das sogar der
Normalfall.)
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Plan flir Beweis:

M.h.W. viele volle Knoten in f1;:::; tog tg geeignet.
Fur festen vollen Knoten v:

M.h.W. verschiedene Duplikatoren wy;:::;w; 1 aus
ftoC1;:::;tg

Beobachtung: Knoten v und wq;:::; w; 1

bilden K;.q4-Kopie.
Gefundene Kopien verschieden, da sie sich durch
volle Knoten unterscheiden.

Wahl von tg:
Seity VD t=b' , b VD2¥= ‘e Da i;d konstant: top D 2. t/.
O.B.d.A.seitg 2d? (t hinreichend groR).



Behauptung 1: MitWskt. 1 2 * ¥ gibt es mindestens
.a=8/ty volle Knoten in f1;:::; tog wobei aVD.1 /9.

Behauptung 2: Fir aIIe v 2f1;:::; toggibt es jeweils mit
Wskt. mindestens 1 e verschledene Duplikatoren
W ..... WI 1 2 fto C 1 ..... g

Sei A Ereignis in Behauptung 1, Pr.A/ D1 2 * Y. Dann:
EKigt/ 1 2%V EKigijA

1 2" a8t/ .1 e ¥/ Dt

fur eine geeignete Konstante ¢ > 0.

Also ,nur noch* Behauptungen zu zeigen.
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Beweis von Behauptung 1:

Idee: ,Nicht zu frih* auftauchende Innovatoren gute
Kandidaten fur volle Knoten, da d zufallige Kanten aus
nicht ganz kleinem ,Pool* m. h. W. alle verschieden.

,Nicht zu frih“: Betrachte festen Innovator

Wy iiiywg 2F1; v 1g

Erste Frage: WSskt., dass v voll ist?

Sei X;;; VDW; DwU1l i;j d.Danngiltfari60:
1

1 to=2

1
PrtXi; D 1g D Prfw; D wijg D >
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P , o
Sei SVD i X;j. Mit der Linearitat des
Erwartungswertes:

ES D X EX;.i d 1 d® w2 1
< ! 2 =2 1 2
Markoff-Ungleichung )
PrfS 1g PrfS 2 ESg 1=2.
Also: Innovator aus ftp=2 C 1;:::; togist voll mit Wskt.

mindestens 1=2.
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Zweite Frage:

Erinnerung: Wskt., dass Knoten Innovatorist: aD .1 /9,
E.# volle Innovatoren/ 1=2/ a tp=2 D .a=4/t.
Chernoff-Schranke )
Prf# volle Innovatoren < . a=8/tog e -172/%a%4/o=2
D2
(Behauptung 1)
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Beweis von Behauptung 2:

Betrachte Knoten v 2 f1;:::; tog Finde verschiedene
Duplikatoren wy;:::;w; 1inftgC 1;:::;tgvonv.

Teile Zeitpunkte to C 1;:::; tin Epochen ein.
Furj D 0;:::; blog. t:to/c

j-te Epoche D T; D f2ity C 1;:::; 2/C1tqg

Wskt., dass v Prototyp furw: 1=w 1/.
Wskt., dass v Prototyp flr irgendein w 2 T;:
Gl
. 2§ to . 1 1
_ w 1 2
wD2i toC1
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De niere

P
SVD X.
Dann gilt nach unseren Voriberlegungen:
1
P D1g d
und damit

1
ES  bog.t=o/c 3 d 2

Denn es ist

to Dbt=b’ —de) |
bog.t=to/c © . bilogbc”PD i 4= d

mk

I m
D i 4=4d 4i= 9
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Letzte Folie:
ES 2i.
Wieder mit Chernoff:

PfS<ig PrS<.1=2/ESg e ‘12°ES2 g i

Mit Wskt. mindestens 1 e alsoS i,d.h.

mindestens i verschiedene Duplikatoren von v.
(Behauptung 2)

(Satz 2.14)

88



Bemerkung: Einschrankung ,i konstant‘ nicht essenziell:

Beweis funktioniert auch fur i logt, > 0 geeignet
(! Ubungsaufgabe).

Beurteilung LGC-Modell:
Vorteil: Gute Motivation, bipartite Cliquen.
Nachteil wie bei BA-Modell: Nur azyklische Graphen.
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Kopiermodell mit exponentiellem Wachstum
(EGC-Modell):

Ideen:

Webgraph wachst exponentiell, dies direkt nachbilden.
Graph entwickelt sich in Epochen, in jeder Epoche
Wachstum der Knotenanzahl um Faktor grof3er 1.

Nur Seiten aus friheren Epochen bekannt und
als Ziel von Links erlaubt.
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EGC-Modell genau:

Parameter: 2T0;1yd2 , 2 ,p2.0;1U
Vi VDKnotenmenge nach Epoche t.

Epoche t D 0: jVoj D 1, Knoten mitd C ~ Schleifen.
Epoche tC 1> O:
(1) Erzeuge pjVij neue Knoten mit je ~ Schleifen.
(2) Fur jeden Knoten v 2 V; und jede eingehende Kante:
Neue Kante mit Ziel v mit Wskt. dp=.d C /.
(3) Fur jede neue Kante in (2): Wirf Minze mit
Ausgangen ,neu”, Wskt. 1 , und ,alt*, Wskt.
— ,heu”: Start zufallig gleichverteilt aus Vic1 V.
— ,alt*: Start zufallig mit Wskt. proportional zum
Ausgangsgrad aus V;.
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Beobachtung: jVijD .1C p/t.

Hier konstante Wachstumsrate zur Vereinfachung.
Erzeugung neuer Knoten in ,Vollversion®:

FUr jeden existierenden Knoten in Vi Minzwurf.

Mit Wskt. p neuen Knoten erzeugen.

Anzahl neuer Knoten dann binomialverteilt mit
Konzentration um Erwartungswert pjVyj.

jVij konvergiertfurt!'1  gegen Grenzverteilung mit
Erwartungswert .1 C p/t.
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Wachstum der Kantenanzabhl:

E: VDKantenmenge nach Epoche t.
Behauptung: E.JEi{j/ D .d C /jVyj.

Beweis: Trivial furt D O, per Induktion furt > 0.
Betrachte Kantenzuwachs in Epoche t C 1.

. d .
E.# neue Kanten/ D ° ijtJC% E.JEij/

C e, dp e
D pjVij C qc- .d C/jVyj
D .dC '/ pjVi:
AulRerdem: Fur festen Knoten wachsen auch
Ein- und Ausgangsgrad exponentiell in t (0. Bew.).
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Ergebnisse fir das EGC-Modell:

Aus der Originalarbeit von Kumar u. a.:
Potenzgesetz fur Eingangsgrad mit von
Parametern abhangigem Exponenten.
Grol3e Anzahl bipartiter Cliquen.

Zusatzlich aus Experimenten:
Potenzgesetz fur Ausgangsgrad fur
geeignete Wahlen fur Parameter

Aber: MAXSCC zu grof3, Durchmesser zu klein.

(Kogias u. a. (2005), Kogias (2006).)

94



Es gibt noch viele weitere Modelle:
Insbesondere noch interessant:
Growth-Deletion-Modelle:
Kanten- und/oder Knoten-Léschungen;
Hierarchische Modelle:
Nachbilden von Lokalitat von Linkerzeugung.

Viele offene Fragen:

Durchmesser bei Kopiermodellen?
Anzahl Kj.;-Kopien bei Preferential-Attachment-Modellen?

Immer noch aktuelles Thema flir Experimente & Modelle:

Dynamische Entwicklung des Webgraphen?
Passen die Modelle dafiir? (Kantendichte?)
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Zusammenfassung Abschnitt 2.3:

Modelle fiir den Webgraphen:

® ER-Modell: Ungeeignet. Kein Potenzgesetze fiir
Eingangsgrad, keine bipartiten Cliquen.
® Preferential-Attachment:

— BA-Modell: Potenzgesetz fur Eingangsgrad,
aber erzeugt nur azyklische Graphen.
Analysemethode mit Differenzengleichungen.

— ACL-Modell: Potenzgesetze fur Ein- und

Ausgangsgrad und viele einstellbare Parameter.

© Kopiermodelle: Viele bipartite Cliquen,
in der linearen Version nur azyklische Graphen,
exponentielle Version gut bis auf Grobstruktur.
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3. Suchmaschinen

Ubersicht:

3.1 Einleitung

3.2 Aufbau einer Suchmaschine
3.3 HITS

3.4 PageRank

3.5 Duplikat Iterung

3.6 Sampling von Webseiten
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3.1 Einleitung

Suchmaschinen-Generationen:

1. Generation:

Inhaltsbasiert, klassische Methoden des
Information-Retrieval (IR).

Beispiel: altes AltaVista (1995-1999).

2. Generation:

Linkanalyse (Hypertext-Struktur).

Beispiel: Google (ab 1998).

3. Generation:

Naturliche Sprache, semantische Analyse.

Beispiele: mehrere selbsternannte Google-Nachfolger.
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Klassisches Information-Retrieval

Hier sehr kurzer Exkurs, einige Begriffe.
Weitere Details z. B. in Baeza-Yates, Ribeiro-Neto (1999).

Wesentliche Schritte beim IR:
Datenaufbereitung ! Index / inverser Index;
Anfrageauswertung;

Ranking der Ergebnisse.

Viele Techniken zur Verarbeitung von naturlichsprachlichen
Texten, auch fir Suchmaschinen relevant.
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Anfrageauswertung:

Typische Verfahren aus der Computerlinguistik:
Zerlegung von Anfragen in Einzelworter;
Entfernen von Stoppwadrtern (Artikel, Konjunktionen. . .);

Stemming: Reduktion von Suchbegriffen auf Grundform.

Beispiel: Spam-mer, Spam-ming ! Spam.

Ranking:

Suchergebnisse absteigend sortieren nach
Relevanz zur Anfrage.
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Inhaltsbasiertes Ranking

Vektormodell fiir Dokumente:
Vokabular V, jVj D n. Elemente: Mogliche Suchbegriffe.

Dokument d 7! Vektor w.d/ D .w.d/q¢;:::;w.d/p/ 2 ™
w.d/;: Gewicht des i-ten Begriffes im Dokument d
(z.B. w.d/; D # Vorkommen von Begriff i in d).
Kosinusmaf fiir Ahnlichkeit:

hw.d1/; w.do/i
kw.di/ko kw.do/ky

D cos N.w.di/; w.do/f 2T 1;1U

sim.dq; dy/ D

Belsplel:2 3 5 3
1 2

2
w.di/ D405 ;w.dy/ D415 ) sim.dy;do/ D 19_6 0:82.

1 0
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Inhaltsbasiertes Ranking (Forts.)

Betrachte Gesamtmenge von Dokumenten

Term-Frequency, TF:

TF.d/; VD# Vorkommen des i-ten Begriffes in d;
Document-Frequency, DF:

DF; VD# Dokumente, die i-ten Begriff enthalten;
Inverse-Document-Frequency, IDF:

IDF; VDlog.k=DF;/ (setze DF; 610 voraus).

TF-IDF-Gewichte:
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Inhaltsbasiertes Ranking (Forts.)

Beispiel:

Begriff: ‘ TF.d1/j: ‘ TF.do/i: ‘ TF.d3/i: ‘ IDF;:
SuSE 12 8 1 log.3=3/ D O
GraKa 2 0 1 log.3=2/ 0:58
funzt 0 1 0 log.3=1/ 1:58

TF-IDF.d1/ D .12 0;2 0:58;0 1:58/ D .0:00; 1:16; 0:00/1
TF-IDF.d»/ D .8 0;0 0:58;1 1:58/ D .0:00;0:00; 1:58/1
TF-IDF.d3/ D .1 0;1 0:58;0 1:58/ D .0:00;0:58;0:00/:
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Web-Information-Retrieval: Was ist anders?

Unterschiede Web $ klassische Datenbanken:
Datenmenge (siehe Kapitel 2).
Dynamik (ebenfalls Kapitel 2).
Wenig FlieRtext, dafurr viele andere Medien.
Vielzahl von Sprachen.
Spam.
Hoher Gehalt an Verbindungsinformation (Hypertext).
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Ziele fur Suchmaschinen (2.Generation)?

Klassische IR-Begriffe:

Genauigkeit (Precision):
Anteil gefundener & relevanter Dokumente an
allen gefundenen Dokumenten.

Vollst dndigkeit (Recall):

Anteil gefundener & relevanter Dokumente an
allen relevanten Dokumenten.

Fur Web:
Hohe Vollstandigkeit illusorisch und auch nicht erwiinscht.
Vielzahl an relevanten Dokumenten.
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Ziele fur Suchmaschinen (Forts.):

Beobachtung Benutzerverhalten:
Unprazise Benutzeranfragen (nur 1-3 Suchbegriffe).
Nur selten mehr als erste Seite Ergebnisse betrachtet.

Ziele fur Web-IR (Henzinger 1999, damals bei Google):
Relevanz & Qualitat (in den Augen des Benutzers),
qualitativ hochwertige Ergebnis unter ersten Ergebnissen.

Im Vergleich zu klassischem IR neue Ideen
fur Ranking erforderlich.
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Problem flir Suchmaschinen — Web Spam:

Bewusste Herbeifiihrung von Uberbewertung des
Seiteninhalts durch Suchmaschinen.

Schwierig: Abgrenzung gegen legitime
Suchmaschinen-Optimierung (SEO).

Schatzungen fir 2004 (It. Gy 06ngyi, Garcia-Molina 2005):
15-18 % Spam in Suchmaschinen-Indexen;
9 % Suchergebnisse mit Spam in Top-10.

Spam-Techniken (siehe o. g. Arbeit):
Suchbegriff-Spamming.
Link-Spamming:
— Verzeichnisse kopieren, Blogs, Linkfarmen;
— Verschleierungstechniken.
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3.2 Aufbau von Suchmaschinen

Quellen:
Brin, Page, ,The Anatomy of a Large-Scale
Hypertextual Web Search Engine”, 1998.
Veroffentlichungen der Stanford-Gruppe, z.B.:
Arasu u. a., ,Searching the Web*, 2001.
Verschiedene nichtkommerzielle Suchmaschinen,
z.B. Ubi-Crawler (Boldi u. a., 2002).

Kommerzielle Suchmaschinen:
Heuristiken, Finetuning ! Firmengeheimnisse.
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Suchmaschinen-Aufbau:

Komponenten:

Datensammlung (Crawler)
Datenaufbereitung
Anfragebearbeitung

Crawler:
inbesondere: Duplikate

/

Filter URL-DB

viele parallele
/ Queue Kopien

Beflllung mit Startseiten (seeds)

Internet —» pownloader

\ 4
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Suchmaschinen-Aufbau: Datenaufbereitung

Internet

Daten-
sammlung
(Crawler)

Repository

Benutzer/-in

T

Anfrage-
bearbeitung

Sorter

A\ 4

Indexer

Index /
Inv. Index

£ s

Ranking
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Datenstrukturen (Google-Paper):

URL-DB: Ubersetzung URL $ DoclD.
Lexikon: Ubersetzung Suchbegriff $ WordID.

Repository:
Unsortierte Liste aller HTML-Dokumente, komprimiert.
URL-DB liefert Abbildung DocID 7! Repository-Position.

Index:

Abbildung DoclID 7! Liste aus Paaren (WordID, Hit-Liste).
Hit-Liste: Liste von Hits, Wortposition in Seite + Zusatzinfo.
Zusatzinfo: Typ (Text/URL/Anker/Titelzeile),
Approx. der rel. SchriftgrofRe, Grol3-/Kleinschrift.

Treffer in Ankertext fur Linkziel speichern.

111



Datenstrukturen (Forts.):

Inverser Index:
Abbildung WordID 7! Liste von DoclDs.
(Das ist die DS, hinter der wir her sind.)

Graph-DS:
Webgraph in Adjazenzlisten-Darstellung.
Knotennummerierung mit DoclIDs.

Knoten mit Zeigern auf Listen von eingehenden /
ausgehenden Kanten.
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Programme:

Crawler:

— Umfangreiche Menge von Startpunkten.

— Parsen von gelesener Webseite (schwierig: Robustheit),
Eintrag im Repository, URL! DocID in URL-DB.

Indexer:

Repository ! Index, dabei aul3erdem:

— Eintrage (WordID,Suchbegriff) im Lexikon;

— Kanten fur Graph-DS;

Sorter:

Sortiere Index nach WordID ! Invertierter Index.

Von allen drei Programmen viele Kopien, die
parallel auf Teilen ihrer Datenstrukturen arbeiten.



Ranking am Beispiel von Google (1998):

So heute (lange) nicht mehr, aber wenigstens konkret,
wie es prinzipiell gehen kann. Und Grundschema bleibt
dasselbe.

Zwei Komponenten (genaue Kombination unbekannt):
Inhaltsbasiert wie bei klassischem IR.
Linkbasiert: PageRank (! spater).
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Inhaltsbasierte Rang-Komponente:

Betrachte Suche nach einzelnem Suchbegriff.

Ranking von Dokument:
Kombinationen von Hit-Attributen ! Hit-Typen:
Titel, Anker, URL, Text groRer Font, Text kleiner Font,. . .

Gewichten mit Anzahlfunktion CWV !

CwW
- EEEEN
n
" # Vorkommen
i >

Inf;(altsbasierter Rang des Dokuments:
TW; CW.n;/.

(Ubliche IR-MaRe statt einfachem Skalarprodukt?)



Inhaltsbasierte Rang-Komponente (Forts.):

Fur mehrere Suchbegriffe Nachbarschaft von
Vorkommen mit einbeziehen.

Betrachte Tupel von Hit-Typen

(eine Komponente pro Begriff).

Nahe als zuséatzliches Attribut (Zahl aus 1:::10).

.Hit-Typ-Tupel; Nahe/ als neue Hit-Typen.
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Einige Google-Details (Barroso, Dean, H 6lzle 2003,
Holzle-Talk EclipseCon 2005)

Grundsatzliche Philosophie:
Maximierung von Leistung/Preis, nicht Spitzenleistung.
Redundanz fur
— Ausfallsicherheit;
— Performance (verteilte Algorithmen, Lastbalancierung).
Fehlertoleranz in Software realisiert,
keine spezielle Serverhardware.

Grof3enordnungen:
IndexgrofRe (2005): 8 Mrd. Webseiten.
1000 Anfragen/s (2003).
15.000 (beinahe) Standard-Desktop-PCs (2003).
Refresh: 1-7 Tage, durchschnittlich 2 Tage (2005).
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Einige Google-Details (Forts.):

Architektur:
Mehrere Cluster aus jeweils 10 Rechnern,
verteilt Gber der ganzen Welt.
Kommunikation Uber Google Web Server.
Google File System:
Verteilte Speicherung von riesigen Datenmengen.

Hardware in 2003:
Verschiedene CPU-Generationen, von 533 MHz Celerons
bis 1,4 GHz Dual-Pentium lII;
eine oder mehrere 80 GB IDE-Platten;
100 MBIt/s Ethernet fir Verbindung der PCs.

Aktuellere Schatzungen (2006): Ca. 450.000 Server.
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3.3 HITS

Nachteil klassische inhaltsbasierte Suche:
Zu viele relevante Seiten bei Suche im Web.

Grundidee zur L 6sung des Problems:
Nutze Information in Hyperlink-Struktur aus.
Link von Seite p auf Seite Q:
~-Empfehlung* fur Seite q,
Ubertragung von ,Wichtigkeit*, ,Autoritat".
(Naturlich ist das nicht immer so...)

Diese Grundidee ist alt:
Soziologie: Mal3e flr soziales Ansehen, Prestige.
Bibliometrie: Impact Factor (seit 1920er Jahren).
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Beispiel: Eingangsgrad ( backlink count ).

Ranking damit genauer:

Finde Seiten mit Suchbegriff mit inhaltsbasierter Suche.

Sortiere gefundene Seiten nach Eingangsgrad.

Nachteile:
Links werden aus vielen Griinden erzeugt,
die keine Empfehlung darstellen (z. B. Navigation).
Suchbegriffe oft gar nicht auf relevanten Seiten.
Beispiel: ,Suchmaschinen®.
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Zwei verschiedene Grundans éatze fir
linkbasiertes Ranking:

Anfragebasiert:

Berucksichtige Benutzeranfrage vor bzw.
wahrend Linkanalyse.

Beispiel: HITS (dieser Abschnitt).

Anfrageunabh &angig:

— Linkanalyse ! absolute ,Wichtigkeit* einer Seite;
— Benutzeranfrage + inhaltsbasierte IR-Methoden.
Beide Range verknlpfen zu endgultigem Rang.
Beispiel: PageRank (Abschnitt 3.4).
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3.3.1 HITS (Hypertext Induced Topic Search)

Arbeit: Kleinberg (1999).
Ziel: ,Autoritaten* fur Suchanfrage nden.

Idee analog zu Webgemeinden:
Autoritaten gemeinsam verlinkt von Verteilern.

Zu lésende Probleme:
@ Wie mit Suchanfrage verbinden?
® Wie global gute Autoritaten/Verteiler nden?
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3.3.1 HITS (Hypertext Induced Topic Search)

Arbeit: Kleinberg (1999).

Ziel: ,Autoritaten* fur Suchanfrage nden.

Idee analog zu Webgemeinden:

Autoritaten gemeinsam verlinkt von Verteilern.
Zu lésende Probleme:

@ Wie mit Suchanfrage verbinden?

® Wie global gute Autoritaten/Verteiler nden?

Losung fur zweites Problem (intuitiv):
Gute Autoritat: Von vielen guten Verteilern verlinkt.
Guter Verteiler: Viele Links auf gute Autoritaten.
Wie kann das gehen? Zirkulare De nition!?
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Der fokussierte Teilgraph

Zunachst Losung des ersten Problems.
Fixiere Suchbegriff g (genauso fur allgemeine Anfragen).

Naiv: Linkanalyse fir alle Seiten, die q enthalten.

Funktioniert nicht:
Zu viele Seiten, Suchbegriff evtl. nicht auf relevanten Seiten.
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Der fokussierte Teilgraph

Zunachst Losung des ersten Problems.
Fixiere Suchbegriff g (genauso fur allgemeine Anfragen).

Naiv: Linkanalyse fir alle Seiten, die q enthalten.

Funktioniert nicht:
Zu viele Seiten, Suchbegriff evtl. nicht auf relevanten Seiten.

Ziel: Fokussierte Menge von Seiten Fq mit:
Fq nicht zu groB.
Viele flr q relevante Seiten in Fq.
Grol3teil der guten Autoritaten fur g in Fq.
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Der fokussierte Teilgraph (Forts.)

Zweistu ges Vorgehen:

Startmenge Sq:

Kleine Auswahl von Webseiten, die g enthalten.
Beste t Resultate von inhaltsbasierter Suchmaschine.
Fq VDSq [ ,Rand von Sy, d. h.

Sq mit Nachfolgern und Vorgangern.

Fur Linkanalyse von Fq induzierten Teilgraphen betrachten:
Fokussierter Teilgraph des Web.
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Der fokussierte Teilgraph (Forts.)

Beispiel:
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Algorithmus F OKUSSIERTER TEILGRAPH:

Parameter: GroRe t fur Startmenge (z. B. t D 200);
Eingangsgrad-Schranke d (z.B. d D 50).

Bestimme Menge Sy der besten t Suchergebnisse von
inhaltsbasierter Suchmaschine. Fq VD ;.
for each v 2 Sq do
— Fuge alle Nachfolger von v zu Fq hinzu.
— Fuge zuféllige Auswahl von d Vorgangern von v

zu Fq hinzu (bzw. alle, wenn hochstens d).
G.Fq/ VDvon Fq induzierter Teilgraph des Webgraphen.
Entferne aus G.Fq/ Links innerhalb einer Domain.
return G.Fq/.
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Verteiler & Autorit aten berechnen

Fur jeden Knoten i in Fq berechnen:
a;: Gewicht von i als Autoritat;
vi: Gewicht von i als Verteiler.

Normierung der Gewichte:

De nition 3.1:
Euklidische Normvon x D TXq;:::;x,0 2 N
1 Ne 1=2
kxko VD x>x =~ ° D xi2 .
iD1

Wollen: kak, D kvky; D 1.

n

0 sein.)
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Verteiler & Autorit aten berechnen (Forts.)

AD .a;j/1 i;j n Adjazenzmatrix von G.Fq/.

V A
Vit
Viz
. 4
Vie
G
P
Vi .

As

Update Autorit aten-Gewicht:
X X

a; VD vyD gV
J;iI2E jD1

Update Verteiler-Gewicht:
X X

v; VD gD ay.
i;jI2E jD1
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Algorithmus V ERTEILER & AUTORITATEN:

Eingabe: n n-Adjazenzmatrix A; Anzahl Iterationen k.

Verwalte Vektoren a, v; Zwischenergebnisse a® v©

a VDa%ka%;;

v VDv&kv%s.
return .a; v/.
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Algorithmus V ERTEILER & AUTORITATEN (Alternative):
Eingabe: n n-Adjazenzmatrix A; Fehlerschranke " > 0.
Verwalte Vektoren a, v; Zwischenergebnisse agy, Var, 8% v°

P
vi°VD jnDlai;jajO, iD1:::;n;
agr VDa; a VDa%ka%:;
Vait VDV; v VDv%kv%,.

until ka agtky " and kv vgiko
return .a;v/.
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Anwendung insgesamt fur Suche nach  q:

Ermittle Startmenge Sq und daraus
fokussierten Teilgraphen G.Fq/.

Berechne Verteiler und Autoritaten auf G.Fq/.
Gib Autoritaten in absteigender Reihenfolge
ihres Gewichts im Vektor a aus.

Weitere Anwendung: Verwandte Seiten

Aufgabe: Bereits ,interessante” (autoritative) Seite p
gefunden, wie ,verwandte" Seiten nden?

Idee: Wahle t Seiten mit Link auf p als Startmenge S,
(statt Sq) (! vgl. Webgemeinden).

Restlicher Algorithmus wie gehabt.
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Beispiel (ohne Normierung):
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Beispiel (ohne Normierung):
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Beispiel (ohne Normierung):
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Matrix-Vektor-Formulierung:

Seien at; v¢ unnormierte Gewichte nach Schritt t.

arc1 D A%vg;
Vici D Aaca.
Also:
Vict D AA” v, t O;
arcy D AAa, t 1.
Sei M VDAA”> und M VDA>A. Dann gilt fur beliebige t
vi D M'vg und
a; D M tA>vo.

0:
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Matrix-Vektor-Formulierung (Forts.):

Verfahren allgemein:
Firn n-Matrix M:
Startvektor xg 2 " ,geeignet* wahlen.

Mx¢
Xtc1D ———, tDO0;1;2;:
Fortfihren ,bis Konvergenz* (Xic1  Xt)-

Name: Potenziteration (bzw. Potenzmethode).

Hier angewendet fir M D AA> (bzw. M D A”A) und
Startvektor xo D T1;:::; 10 (bzw. A T1;:::; 10).
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Matrix-Vektor-Formulierung (Forts.):

Hoffnung:
Konvergenz.

Eindeutige Losung, unabhangig von Startvektor.
Ansonsten: Interpretation fur HITS unklar!

Gilt das wirklich?

In der Literatur dazu viele ,Mythen und Legenden".
Leider nur unter geeigneten Voraussetzungen!
Dann: x; ! Eigenvektor zum grof3ten Eigenwert von M.

Natzlich hier: Spezielle Form der Matrix M D AA”.
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3.3.2 Konvergenz des HITS-Algorithmus

Dazu: Erinnerung an einige De nitionen aus der
linearen Algebra. ..

De nition 3.2:

Furn n-Matrix A mit komplexen Zahlen als Eintragen heif3t
2 Eigenwert von A, falls x 2 ", x 600, existiert mit

Ax D x. Vektor x heil3t Eigenvektor zum Eigenwert

Beispiel: AD 2 (1) hat die Eigenwerte 1; 1, denn:
1 1 1 1
A 1 D1 17 A 1 D 1 1

(Das sind auch alle Eigenwerte, da T1; 10U, T.; 1U bereits
den ganzen 2 aufspannen.)
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De nition 3.3:

Vektoren v;w 2 " heiBen orthogonal, falls v w D 0.

Vektoren vyi;:::; vk 2 " bilden
Orthonormalsystem (ON-System), falls sie paarweise
orthogonal sind und alle (euklidische) Norm 1 haben;
Orthonormalbasis (ON-Basis), falls zusatzlich Basis.

Fir symmetrische Matrizen (im Folgenden immer reell) hat
Eigenwertproblem besonders Ubersichtliche Losung:

Satz 3.4
Fir symmetrische n  n-Matrix A sind die Eigenwerte
1;:::; p alle reell. AuBerdem gibt es eine ON-Basis des "

aus lauter Eigenvektoren von A.
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Fur die uns hier interessierenden Matrizen gilt:

Proposition 3.5:
FUr eine beliebige quadratische, reelle Matrix A sei
M VDAA” . Dann ist M symmetrisch und positiv semide nit.

Beweis:

Symmetrie ist sofort ersichtlich, M> D .AA>/> D AA” D M.
De nition positive Semide nitheit: Fir beliebige x 2 M

X°Mx 0.
Dies gilt tatsachlich:
x"Mx D x”AA*x D .A°x/>.A”x/ D kA>xk5 O.
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Letzte Proposition zusammen mit folgender:
Von uns betrachtete Matrizen haben nur
nichtnegative Eigenwerte.

Proposition 3.6:

Sei M eine quadratische, symmetrische und positiv
semide nite Matrix. Dann sind alle Eigenwerte von M
nichtnegativ.

Beweis: Sei ein Eigenwert von M mit Eigenvektor x 600.
Wegen M symmetrischist 2 . AuRRerdem gilt:
M pos.
semidef.

> > >
xMxDx.x/DP{Z(%(.
>

Division der Ungleichung durch x”x liefert 0.
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De nition 3.7:

Nenne Matrix
nichtnegativ, wenn sie lauter nichtnegative Eintrage hat;
positiv, wenn sie lauter positive Eintrage hat.

FUr Vektoren genauso.

Unsere Matrizen M D AA” sind nichtnegativ,
da A als Adjazenzmatrix nur Eintrage aus f0; 1ghat.

140



Satz 3.8:
Sei M D AA” eine nichtnegative n  n-Matrix mit Eigen-
werten 1> o n 0 (mehrfache Vorkommen
erlaubt).
Die Matrix M hat genau einen nichtnegativen
Eigenvektor u; mit kuiko D 1 zum Eigenwert 1.
Fur alle Startvektoren xo 600, die nichtnegativ und nicht
orthogonal zu u; sind, konvergiert die Potenziteration mit
Matrix M gegen den Vektor u;.

Beachte: Wegen Proposition 3.6 sowieso 1 n O.
Entscheidende zusatzliche Voraussetzung ist 1> 5!
Z.B. nicht erfullt fur A D Identitat (und viele andere).

141



De nitionen 3.9:
FUr Matrix M mit Eigenwerten 1 2 -
Nenne 1 > Eigenwertlicke von M.
Fir Matrizen M wie in Satz 3.8 sei u;.M/ eindeutiger
nichtnegativer normierter Eigenvektor zum grof3ten
Eigenwert von M.
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Anwendung:

Folgerung 3.10:

Die Matrix M D AA” in der Iteration des HITS-Algorithmus
habe eine positive Eigenwertliicke. Dann gibt es Autoritaten-
bzw. Verteiler-Gewichtsvektoren a , v , sodass fur jeden
positiven Startvektor vq die Folgen der Autoritaten- und
Verteilergewichte im HITS-Algorithmus gegen a bzw. v
konvergieren.

Algorithmus ist offensichtlich positiv.
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Beweis:

Wende Satz 3.8 an fur Potenziteration mit Matrix M D AA>
und Folge der Verteilergewichte .v;/.

Wahl des Startvektors:

Zeige, dass Startvektor passend fir Satz 3.8,
d. h., vp nicht orthogonal zu u VDu;.M/:
Vo positiv, u nichtnegativund u 600 ) u’vg > O.

Konvergenz:
Folge .vi/ der Verteilergewichte: Konvergenz gegen ein v
direkt aus Satz 3.8.

Konvergenz fur . a;/-Folge folgt aus der fur die .v;/-Folge,
da erstere in letztere ,eingeschachtelt’ !  Tafel.
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Bemerkung 1:

Unter den Voraussetzungen der Folgerung gilt genauer:
v Du;.M/Du; AA®> (direkt aus Satz 3.8);
a DA>v Du;.M/Du; A”A (ohne Beweis).

Bemerkung 2:

Im Original-HITS-Algorithmus: Verteiler-Gewichtsfolge und
Autoritats-Gewichtsfolge basieren auf Startvektor vp.
Alternativ kann man alles aus Startvektor ag fur
Autoritats-Gewichte berechnen.

Unter den Voraussetzungen von Folgerung 3.10 stimmen die
Ergebnisse uberein, im Allgemeinen jedoch nicht
(! Beispiel spater).
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Beweis von Satz 3.8: Potenziteration mit Normen:
Yo VDXl
yt VDMx; 1; t 11 dann
Xt D yr=kyiko:

Sei by;:::; b, ON-Basis zu Eigenwerten 1;:::; pvon M
Startvektor darstellen in dieser Basis:
YoDXoD 1b1C 2b0oC C bn; 15015 n2

Gemal Voraussetzung (Xg nicht orthogonal zu by): 1 600.

Mlyo D MY 1byC C by/ D | 1bsC C | by
X0 ot
D ! ibC — iDj L oabg
iD2 | _{Z_}
I Ofart!'1l



Vektor y; entsteht durch t-faches Anwenden von M und
skalare Normvorfaktoren aus yg.) Esgibtein {2 mit

X ot
yy D t Mlyo D ¢ | 1 C —' ibj
2 G
Es gilt v
X ot
kdiko, D —L ibj D O. =4/
ipz2 1 2
Also (wegen < 1):d¢! Nullvektorfart!1 . Damit:
% D o o 1b1 Cdy L by

kytke — k 1b1Cdikp ~ j 4j
Gezeigt: . xi/-Folge konvergiert gegen Vektor
X 2 span.bi/ mitkx k, D 1.
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Haben: Konvergenz gegen x 2 span.bi/ mitkx ko D 1,
wobei b1 Eigenvektor zum grofdten Eigenwert ; von M.

AuRRerdem: Startvektor xg und Matrix M nichtnegativ )
alle x; und damit auch x nichtnegativ.

Eindeutigkeit (erster Teil des Satzes):
Alle Eigenvektoren zu 1 in span.b;/,da 1 6D j, i 601,

Es gibt (offensichtlich) genau einen nichtnegativen Vektor
mit Norm 1 in span.b,/.
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Preisfrage Nr. 1:
Was passiert, wenn Voraussetzung von Folgerung 3.10
nicht erfullt?
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Preisfrage Nr. 1:
Was passiert, wenn Voraussetzung von Folgerung 3.10
nicht erfullt?

Dann HITS-Matrix M D AA” mit Eigenwerten
1D D k> ka1 n O

wobei k > 1, also groRRter Eigenwert kommt mehrfach vor.
Viele verschiedene nichtnegative, normierte Eigenvektoren
zum grofRten Eigenwert und u;. M/ unde niert.
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Preisfrage Nr. 1:
Was passiert, wenn Voraussetzung von Folgerung 3.10
nicht erfullt?
Dann HITS-Matrix M D AA” mit Eigenwerten
1D D k> ka1 n O

wobei k > 1, also groRRter Eigenwert kommt mehrfach vor.
Viele verschiedene nichtnegative, normierte Eigenvektoren
zum grofRten Eigenwert und u;. M/ unde niert.

Pathologisches Beispiel 1:

01 .10
OADlO,MDAAD01.

Konvergenz gegen beliebigen Startvektor vg.
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Pathologisches Beispiel 2:
1 1. Fall: v-Gewichte initialisieren
Vo VDP% TL;1;1;1;1;1U!
4 5 aD gL T0;0:5;0:5;0:5;0:5; 0:5; 2U

5
vDp: T;1;1;1;1;0U
6 2. Fall: a-Gewichte initialisieren
ag VDP: T1;1;1;1;1;1U!
Eigenwerte: 6
D ,D4 aDf: ;111,11 1Y
3D D gDO v D pl—g T2; 0:5; 0:5; 0:5; 0:5; OU
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Preisfrage Nr. 2:

Anschauliches hinreichendes Kriterium, unter dem
Eindeutigkeit der Konvergenz von HITS im Sinne von
Folgerung 3.10?

Antwort: Ja! Dazu:

De nition 3.11:

Fur eine n n-Matrix M sei Mgp die boolesche Matrix, die
1-Eintrage genau an den Stellen hat, an denen die Eintrage
von M von 0 verschieden sind. Nenne M irreduzibel, falls
Mgp die Adjazenzmatrix eines stark zusammenhangenden
Graphen ist und reduzibel sonst.
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Perron-Frobenius-Theorem aus der linearen Algebra
(! Abschnitt 3.4.2, Satz 3.18) liefert:

Satz 3.12:
Sei M eine quadratische, nichtnegative, irreduzible Matrix.
Dann kommt der gro3te Eigenwert nur einmal vor
und alle anderen Eigenwerte sind betragsmalfiig nicht
groRRer als dieser.
Falls M zusatzlich positiv semide nit: Eigenwerte
1,000 amit 1> o -

Beachte: Es gibt nichtnegative, irreduzible, symmetrische
Matrizen mit
negativen Eigenwerten;
1 Dj jj fur irgendwelche i 6D1.

Beispiel: M D 1 é . Eigenwerte 1, 1.
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Anwendung:

A Adjazenzmatrix von fokussiertem Graphen G.Fq/,
M D AA”. Dann:

M;; D Anzahl Wege i | der Lange 2 in G.Fq/ Uber
eine Kante + eine umgedrehte Kante.

Graph zu M typischerweise nicht stark zusammenhéangend
I Zerlegung in starke ZKs, diese einzeln behandeln.
(Beachte: Der Graph zu M ist nicht G.Fq/!)

Weiterhin auftretende Probleme:
Abhangigkeit von Verteilung des Startgewichts auf
starke ZKs (falls global gro3ter Eigenwert mehrfach);

0-Gewicht fir Knoten mit Eingangsgrad- bzw.
Ausgangsgrad 600.
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3.3.3 Ef zienz

Beweis von Satz 3.8: Konvergenzgeschwindigkeit hangt vom
Verhaltnis zwischen zwei grofdten Eigenwerten 1; » von
M D AA” ab.

Genauer gilt fir Potenziteration (Folge .x;/, Grenzvektor x ):

kxe X ko 1Co.1/ -2 kx 1 x k t 1.
1

d. h., Fehler schrumpft pro Iteration um konstanten Faktor,
lineare Konvergenzgeschwindigkeit.

Bessere Verfahren fir Eigenvektorberechnung aus der
Numerik anwendbar, da Matrix M klein
(Kleinberg: jFqj  1000:::5000).
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3.3.4 Stabilit at

Fragestellung:

Wie andert sich Losung (Autoritaten-/Verteiler-Gewichte),
wenn kleine Anderungen am Graphen vorgenommen
werden?

Typisches Problem in der Numerik, will dort:
Kleine Fehler in der Eingabe bzw. Rechenfehler !
nur kleine Anderung der Ausgabe.

Gerade fur Eigenwertprobleme sehr gut untersucht.
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Bei HITS:
Stabilitat hangt von Eigenwertliicke von M ab.

Mdglich: Anderung in Hohe der Eigenwertliicke an
jedem Eintrag ! komplett andere Losung
(groRter Eigenwert $ zweitgroliter Eigenwert).

Hinzufligen/Loschen von einzelner Kante kann
globale Auswirkungen haben.

(Ng, Zheng, Jordan 2001)
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Zusammenfassung Abschnitt 3.3:

HITS: Verteiler und Autoritaten auf fokussiertem
(anfrageabhangigen) Teilgraphen des Webs.

Berechnung der Verteiler entspricht Potenziteration:

vi D Mtvg mit M D AA”> (unnormiert).

Analog fur Autoritaten.

Falls Eigenwertliicke von M positiv:

Konvergenz gegen eindeutigen normierten Eigen-
vektor zum grof3ten Eigenwert von M, unabhangig vom
Startvektor vp.

Hinreichendes Kriterium fir positive Eigenwertliicke:
M irreduzibel, d. h. Adjazenzmatrix eines stark zusam-
menhéangenden Graphen.

Ef zienz und Stabilit & hangt von GroRRe der
Eigenwertlicke ab.
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3.4 PageRank

Arbeit: Page, Brin, Motwani, Winograd (1998).

Ziel: Mal3 fur absolute ,Wichtigkeit* von Webseiten;
nicht Relevanz bezlglich Benutzeranfrage.
Anfrageunabhangiges Ranking.

Ausgangspunkt:  Eingangsgrad.
Problem: Alle eingehenden Links gleich bewertet.

Link von www.microsoft.de genauso wichtig wie von
obskurer Crackerseite. Und: Leicht zu spammen.

Idee flir Verbesserung:

Seite wichtig, falls sie viele eingehende Links
von wichtigen Seiten hat.
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3.4.1 Der PageRank-Algorithmus

PageRank — einfache Version:

Betrachte Webgraphen (bzw. Ausschnitt, Crawl)

GD.V;E/,nVDYVj.

Ordne jeder Seite v 2 V Pagerank ry 2 T0; 1Uzu gemaf
X 'y

rv VD _
Y _ outdeg. u/

.u;v/2
Dies als Berechnungsvorschrift interpretieren:
Initialisierung ,irgendwie geeignet":
Z.B.ry, D 1=nflr alle v.
Dann iterieren, bis ,Konvergenz".
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PageRank — einfache Version (Forts.):

Matrix-Vektor-Formulierung:

Gewichtete Adjazenzmatrix AD .aj;j/1 i;j n:

8
< 1

aj;j D outdeg.i/;
' o

falls .i:j/ 2 E;

sonst.

r-/ 2 70; 1 Rangvektor nach t-tem Schritt, t 1.

Iteration:

I,.t/ D r.t 1/A.
(Beachte: Hier immer Matrix-Vektor-Multiplikation
von links*, r-¥ Zeilenvektoren.)
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Beispiel 1:

0.250

0.250

0.250

0.250

2 3
0 1=2 1=2 0
0 0 1 o0 Z
0 1=2 0 1=2
0 1L 0 O

AD

r D14 14 14 14
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Beispiel 1:

0.500

0.375

0.000

0.125

2 3
0 1=2 1=2 0
0 0 1 o0 Z
0 1=2 0 1=2
0 1L 0 O

AD

r D 0O 48 38 18
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Beispiel 1:

0.313

0.500

0.000

0.188

2 3
0 1=2 1=2 0
0 0 1 o0 Z
0 1=2 0 1=2
0 1L 0 O

AD

r D 0 5516 8=16 3=16
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Beispiel 1:

0.438

0.313

0.000

0.250

2 3
0 1=2 1=2 0
0 0 1 o0 Z
0 1=2 0 1=2
0 1L 0 O

AD

r D 0O 7=16 5=16 4=16
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Beispiel 1:

0.406

0.438

0.000

0.156

2 3
0 1=2 1=2 0
0 0 1 o0 Z
0 1=2 0 1=2
0 1L 0 O

AD

r D 0 13=32 14=32 5=32

161



Beispiel 1:

0.375

0.406

0.000

0.219

2 3
0 1=2 1=2 0
0 0 1 o0 Z
0 1=2 0 1=2
0 1L 0 O

AD

r D 0 12=32 1332 7=32
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Beispiel 1:

0.422

0.375

0.000

0.203

2 3
0 1=2 1=2 0
0 0 1 o0 Z
0 1=2 0 1=2
0 1L 0 O

AD

r D 0 2764 24=64 1364

161



Beispiel 1:

0.391

0.422

0.000

0.188

2 3
0 1=2 1=2 0
0 0 1 o0 Z
0 1=2 0 1=2
0 1L 0 O

AD

r D 0 2564 27=64 1264
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Beispiel 1:

0.400

0.400

0.000

0.200

2 3
0 1=2 1=2 0
0 0 1 o0 Z
0 1=2 0 1=2
0 1L 0 O

AD

r D0 25 25 15
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Beispiel 2:

o o 0>
2 1 1—2 0
0.250 0.250 AD§ Z
1_3 1_3 o 1=3
1 0 0
0.250 0250| r D 1=4 1=4 1=4 1=4
3 4
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Beispiel 2:

o o 0°
2 1 1—2 0
0.333 0.208 AD§ Z
1_3 1_3 o 1=3
1 0 0
0.125 0083| r D 5=4 8=24 3=24 2=24
3 4
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Beispiel 2:

o o 0°
2 1 1—2 0
0.125 0.208 AD§ Z
1_3 1_3 o 1=3
1 0 0
0.167 0042| r D 5=24 3=24 4=24 1=24
3 4
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Beispiel 2:

o o 0°
2 1 1—2 0
0.097 0.118 AD§ Z
1_3 1_3 o 1=3
1 0 0
0.063 0.056| r D 17=144 7=72 1=16 1=18
3 4
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Beispiel 2:

o o 0°
2 1 1—2 0
0.076 0.069| AD § Z
1_3 1_3 o 1=3
1 0 0
0.049 0.021| r D 5=72 11=144 7=144 1=48
3 4
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Beispiel 2:

0.000

0.000

0.000

0.000

0 o
122
AD§1_3 s

1 0
D00 OO

3
0

0
1=3
0

Z
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Das Random-Surfer-Modell:

Durch PageRank-Iteration beschriebener Prozess:
Starte an zufallig gleichverteilt gewahltem Knoten.
Iterationsschritt fur Seite i:

Wahle zufallig gleichverteilt einen von Seite i

ausgehenden Link und verfolge diesen zu neuer Seite j.

Matrixeintrag a;;; gibt Wskt. fur Ubergangi! j an.

Bisher: Kann in Knoten ,stecken bleiben® (Beispiel 2).
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Problem: Sackgassen ( ,Dangling Links")

De nition 3.13:
Sackgasse: Seite ohne ausgehende Links bzw. Knoten v
mit outdeg.v/ D 0.

Problem ist real, Experimente:
Crawls mit 40 % — 80 % Sackgassen-Knoten.

Maoglichkeiten fur Abhilfe:
Entferne rekursiv Sackgassen (Brin, Page).

Patche Matrix der Ubergangswahrscheinlichkeiten bzw.

analog Update-Regel.
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Sackgassen (Forts.):

In Beispiel 2:
3 2 3
o 0 1=4 1=4 1=4 1=4
1=2 oé mf1=2 0 1=2 oé
|
AD§1_3 1=3 o 135" APd13 13 o 185
1 0 O 0O 1 0 O
AIIgemein: Nullzeile ! Zeile TL=n;:::; 1=nU

Analog Anderung der Upd?te-RegeI:

1; falls Knoten i Sackgasse;

dDTdi;:::;d,U mitd; D
0; sonst.

I"tCl/Dl"t/ ACr.t/ Tl=n-:::"
fMmng:: 1y

n n-Matrix
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Das Random-Surfer-Modell (Forts.):

Im Folgenden: Sackgassen entfernt / in A bericksichtigt.
Dann ist A stochastische Matrix:

De nition 3.14:

Matrix stochastisch, falls Eintrage aus T0; 1Uund
Zeilensummen alle jeweils gleich 1.

Random-Surfer-Prozess ist Markoffkette,
A ist Matrix der Ubergangswahrscheinlichkeiten.

Hatten wieder gerne:
Konvergenz gegen Grenzverteilung auf Seiten / Knoten.
Unabhangigkeit vom Startvektor.

FUr das einfache Verfahren nicht gegeben (spater)!
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PageRank — Vollversion:

Zusatzlicher Parameter

Neue Update-Regel:

2 T0; 1y Dampfungsfaktor.

Graph G D .V;E/,nD|Vj. Furv 2 V:

1 X
r VD—C
n

.uv/2

'y
c outdeg.u/

Random-Surfer-Modell:

Start auf zufalliger Seite.

Miinze mit Aufschriften ,Weiter* und ,Neustart’ mit

Wahrscheinlichkeiten

bzw. 1

— Weiter‘: Wie bisher, folge zufalligem Link.
— ,Neustart*: Sprung zu zufalliger Seite.
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Matrix-Vektor-Schreibweise:

r% D Tl=n;:::; 1=nU
rY Dt oMt
wobei
M VD.21 | EC A;
1= 1=
Ewvw§ i Ny
1= 1=
Beobachtung:

A stochastische Matrix ) M stochastische Matrix.



Absoluter PageRank:

Benutze Initialisierung mit PageRank 1 fur jede Seite:

r.t/ D r.t 1/ M, t 11

M stochastische Matrix ) Furallet 0 gilt:

X X

ri.t/ D ri.0/ Dn.
iD1 iD1

Formulierung als Update-Regel:

X r

r VD.1 /| C .

———, v2V.
Eoutdeg.u/ v

upv/2

So auch implementiert, da sonst:

— sehr viele sehr kleine Wahrscheinlichkeiten;

— lastige Abhéangigkeit von n (! Knotenupdates!).
FUr Theorie allerdings Markoffketten-Sichtweise.
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Der Google-Toolbar-Rang

Toolbar-Rang:

PageRank reprasentiert.

Benutze dafir absoluten PageRank.

Intervall fir absoluten PageRank (falls 6D0):

1 (keine eingehenden Kanten) bis
1 2 n 1

1Cn.0§]yﬁ
n

auf dieses Intervall abbilden (Basis 6:::77?).
Finetuning ,von Hand* (?).
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3.4.2 Konvergenz des PageRank-Algorithmus

Wie HITS ist PageRank Spezialfall der Potenziteration:

I"t/ D I"O/Mt, t 0.

Unter geeigneten Bedingungen wieder Konvergenz gegen
Eigenvektor zum (reellen) grof3ten Eigenwert von M.

Proposition 3.15:
Matrix M stochastisch ) grof3ter Eigenwert von M ist 1. J

Falls r (linker) Eigenvektor zum grof3ten Eigenwert 1 von M:

Spater: [ sogar plgsitiv wahlbar. Nach Normierung,
kr k1D jr,jD ;r, DL
Stationare Verteilung der Markoffkette.
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Beweis von Proposition 3.15:  Sei M stochastische Matrix.

1 ist Eigenwert von M:

Da aber M und M~ das gleiche Spektrum haben,
ist damit bereits die obige Behauptung gezeigt.

M hat keinen gréfReren Eigenwert als 1:

kxMk; D kxiri C  C Xxnrnks
j X1j krikiy € Cjxnj krkg
D jx1jC Cjxnj D kxKki:
Damit haben wir kxMky D j jkxk; k XxKj.
Division durch kxks > O liefert die Behauptung.
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Hinreichendes Kriterium fir Konvergenz + Eindeutigkeit:
Markoffkette / Matrix M irreduzibel und aperiodisch.

De nition 3.16:

Sei M reelle n  n-Matrix und Mgp zugehorige Adjazenz-
matrix mit 1-Eintrdgen genau an den Stellen, an denen M
Eintrage ungleich 0 hat. Betrachte durch Mgp de nierten

t; VDggT.f" j 9 Kreis mit Startknoten i der Lange "d'.
Dann heil3t M aperiodisch, fallst; D D t, D 1.
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Proposition 3.17:
Alle Knoten einer starken Zusammenhangskomponente
eines Graphen haben dieselbe Periode.

Beweis:

— Knoten v, w einer SZK gegeben:

verbunden durch Kreis, Lange sei " 1.

Knoten v auf beliebigem Kreis der Lange " ,:
Periode t,, von w teilt "1, aber auch "1 C "»)

tw teilt auch ",

tw ist Teiler der Langen aller Kreise durchv ) ty
Symmetrie ) t, D ty.

tv.
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Beispiel:

Knoten in SZK haben alle selbe Periode,
also 0. B. d. A. Knoten 1 betrachten.

Kreislange 2 kommt vor, und alle andere Kreislangen
gerade ) Periode von Knoten 1 ist 2.

Fazit: Irreduzibel, aber nicht aperiodisch.
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Satz 3.18 (Perron-Frobenius):
Sei M quadratische, nichtnegative, irreduzible Matrix. Dann:
Es gibt einen positiven Eigenwert 1 von M, der
genau einmal vorkommt.
Fur alle Eigenwerte 6D ; gilt , | .
Es gibt einen positiven Eigenvektor zu 1.
Falls M zusatzlich aperiodisch:
Fur alle Eigenwerte 6D 1 gilt sogar 1> j |.

Bei irreduziblem, aber nicht aperiodischem M
z.B. Eigenwerte 1, 1 mdglich.
Dann: Potenziteration konvergiert i. A. nicht!
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Anwendung fur Markoffketten:

Stochastische Matrix M insbesondere nichtnegativ,
falls zusatzlich irreduzibel und aperiodisch:

1D 1>] 2] j a0
Mit Anpassung des Beweises von Satz 3.8 (hier nicht):

Folgerung 3.19:

Potenziteration mit stochastischer Matrix M, die irreduzibel
und aperiodisch ist, konvergiert fur beliebigen positiven
Startvektor gegen positiven Eigenvektor r zum grof3ten
Eigenwert 1.

Eigenvektor r eindeutig, wenn zusatzlich kr ky D

r; D 1.
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Anwendung bei PageRank:

Beobachtung:

Gewichtete Adjazenzmatrix A von Webcrawls ist

ziemlich sicher nicht einmal irreduzibel !

I. A. keine Konvergenz fuir einfachen PageRank-Algorithmus!

Proposition 3.20:

Fiur einen Dampfungsfaktor < 1 ist die Matrix
MD.1 /EC Ainder lteration des PageRank-
Algorithmus irreduzibel und aperiodisch.

Beweis: Trivial, denn durch zuféllige Neustarts ist
jeder Knoten von jedem mit positiver Wskt. erreichbar.
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Anwendung bei PageRank (Forts.):

Damit haben wir insgesamt:

Satz 3.21:

Sei < 1. Dann gibt es einen positiven Vektor r mit

kr k; D 1, sodass fir jeden positiven Startvektor die Folge
der Vektoren im PageRank-Algorithmus mit Matrix

MD.1 [/EC Agegenr konvergiert.
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3.4.3 Ef zienz

Analog zur Anwendung der Potenzmethode bei HITS gilt:
Konvergenzgeschwindigkeit hangt vom Verhaltnis zwischen
grofRtem Eigenwert 1 D 1 und betragsmaf3ig nachst
kleinerem Eigenwert ,vonMD.1 /EC Aab.

Satz 3.22 (Kamvar, Haveliwala 2003):

SeiMD.1 [EC Adie Matrix im PageRank-Verfahren,
sei o betragsmaRig zweitgrofter Eigenwert von M. Falls A
reduzibel ist, gilt 2 D , ansonsten | ;j <
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Auswirkung des D ampfungsfaktors:

Je kleiner , desto schnellere Konvergenz!
Aber: Dann auch umso kleinerer Ein uss der
realen Linkstruktur.

Google: 0;85, 50-100 Iterationen in 1998.

Implementierung:
Dimension n der Matrix M entspricht Grol3e des
Webcrawls, also gigantisch.
(,The World's Largest Matrix Computation®).

Matrix nicht explizit, sondern als Spalten-Adjazenzliste,
um Sparlichkeit auszunutzen (siehe DAP2).

Google: PageRank ungefahr monatlich komplett neu.
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3.4.4 Stabilit at

Satz 3.23 (Ng, Zheng, Jordan 2001):
Betrachte PageRank mit Dampfungsfaktor < 1. Sei
r stationare Verteilung fir gegebene Adjazenzmatrix,
e stationare Verteilung nach Loschen/Hinzufligen
von irgendwelchen Links auf Seiten in S. Dann:
2 X
ke rk; T r.
i2S

Anderung des PageRanks also nicht zu groR, falls
nicht zu nahe an 1 und
PageRank-Gewicht der geanderten Seiten nicht zu grof3.
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3.4.5 PageRank-Variationen

Der Personalisierungs-Vektor:

Mochte Webseiten im Ranking belohnen / bestrafen konnen
(Yahoo! / Spammer).

Erste Idee: Startvektor passend wahlen.! Geht nicht!

Zweite ldee:
Benutze modi zierte Updates:

r°Dr .1 /ev>C A, wobei

Damit relative Wichtigkeit der Seiten einstellbar.
Vektor v: Personalisierungs-Vektor.
(Bisher Spezialfall v D .1=n/ e, uniforme Gewichte.)



Nichtuniforme Gewichtung von Links:

Bisher bei komponentenweiser Update-Regel:
1 X r
0 D C T
n outdeg.u/
.u;v/2E

Unterschiedliche Bewertung der Links auf einer Seite
moglich. Benutze neue Update-Regel:
1 X
I’\(,) D — C fu Wuv,
.u;v/2E
Wobe)i<wu;v 2 T0; 1Uund fur alle u muss gelten:

Wu;\/ D 1
vV.u;v/2E
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3.4.6 PageRank in Aktion

Plan:

Energieinterpretation des PageRank.

PageRank fur Mini-Beispiele von
JLypischen” Netz-Topologien.

In diesem Unterabschnitt:
Immer absoluter PageRank.
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Energieinterpretation des PageRank
Arbeit: Bianchini, Gori, Scarselli (2003).

Betrachte durch Knotenmenge SV induzierten
Teilgraphen des Webgraphen G D .V; E/:

@)

S

De nitionen:

in.S/ VDKnoteninV S mit Kanten auf S;
out.S/ VDKnoten in S mit Kanten aufV  S;
sink.S/ VDKnoten in S mit Ausgangsgrad 0.
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Bemerkung zur Vorgehensweise:
Hier der Einfachheit halber voraussetzen, dass
Standard-Algorithmus fur absoluten PageRank gegen
stationaren PageRank-Vektor r konvergiert.

Evtl. keine W-Verteilung (L;-Norm < 1), da wir hier auch
Sackgassen zulassen.

Konvergenztheorie fir diesen allgemeinen Fall via lineare
Gleichungssysteme (! Ende des Unterabschnittes).

De nition 3.24:

Die Energie eines Teilgraphen des Webgraphen G D .V; E/
mit Knotenr)rgenge S Vist

E.S/ VD ry,
v2S

wobei r der gegebene (stationdre) PageRank-Vektor ist.
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Satz 3.25 (Bianchini u. a. 2003):

Es gilt
E.S/ D jSjC En.S! Eout.S! Esink.S/,
wobei X
EmS/ D —1 f\/ r\/l
v2in.S/
X
Eout.S/ D 1— 1 fvl rvl
v2out.S/
X
v2sink.S/

Dabei ist fy der Anteil der Kanten von v, die auf S zeigen,

bezogen auf die Gesamtanzahl ausgehender Kanten von v.
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Beispiel 1:

oo

X1 D x> D 1, E.S/ D 2.
Ein.S/ D Equt.S/ D Egink.S/ D 0.

Beispiel 2:

1 2

Oo——0O

x1D1 , x2D1 c.1 /b1 2
E.S/Dx;Cx,D 2 2,
Esink.S/Dl— 1 24D.1c/ D C 2
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Beispiel 3:
3 1 2

O O O

x; D1 ,;(2D1l C 17[)1 % %2
ESID2 5 3 2, 1 2
Ein.S/ DO, Eou.S/ D 1T 3 D > Esink.-S/ D C X
Beispiel 4:

3 1 2

O O O
xxD1 2 x,D1 3ES/D2 2 3
Ei.S/D , Eout.S/ DO, Ei.S/D C 2C 8.
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Regeln fiir hohen PageRank:
Ziel: Maximiere E.S/.

Seitenanzahl:
— Aufgrund des Terms ,CjSj*“:
Je mehr Seiten, desto mehr Gesamt-PageRank.
— In der Regel allerdings Gberwiegt Verteilungseffekt,
da das grof3te Gewicht von au3en kommt ! Beispiele.
Sackgassen:
Leisten Beitrag ,, Egink.S/“. Daher mdglichst vermeiden.
Ausgehende Kanten:
Leisten Beitrag , Eout. S/*.
Vermeide Seiten mit hohem PageRank,
die viele Kanten nach auf3en haben.



Auswirkung der Anzahl von Seiten (1/2):

Szenario:

Quelle fur konstante 10 Einheiten PageRank (Seite ,X*),
fur Quelle selbst keine PageRank-Berechnung.

Dampfungsfaktor D 3=4.

X r1 D 260=14 D 18:57
ro Drz3 D 101=14 D 7:21

A 4

1

3=4
1 3=

I']_CI’2CI'3D 10C 3D 33
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Auswirkung der Anzahl von Seiten (1/2):

Szenario:

Quelle fur konstante 10 Einheiten PageRank (Seite ,X*),
fur Quelle selbst keine PageRank-Berechnung.

Dampfungsfaktor D 3=4.

X r, D 266=14 D 19

| r,DrzDr,D70=14D 5

1 riCroCrzCry D 34
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Auswirkung der Anzahl von Seiten (2/2):

ri D 517=37 D 13:97
r, D 397=37 D 10:73
r3 D 307=37 D 8:30

I’1CI’2CI’3D33
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Auswirkung der Anzahl von Seiten (2/2):

X ri D 419=35 D 11:97
| r, D 323=35 D 9:23
1 r3 D 251=35 D 7:17

rs D 197=35D 5:63

I']_CI’2CI’3CI'4D34
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Wie rechnet man das am besten aus?

PageRank-Berechnung mit linearem Gleichungssystem.

Fir stationaren PageRank-Zeilenvektor x muss gelten:
x D.1 /e C xA

Aquivalent: Finde Spaltenvektory 2 " mit

.1 /eC A’y Dy DI y, nach Umarrangieren:

| A yD.1 / e

Also: Lineares Gleichungssystem.
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Einbauen von ,konstanten PageRank-Quellen“:

,Gratis-PageRank*-Beitrag b; ,von aul3en®.
.1 /eC .A’yCbh/ Dy bzw.
A AlyD.1 /eC b.

Far ersées Beispiel (Ié,olie 1922): 3

0 1=2 1=2 10
AD41 0 05 bD405 1
1 0 O 0
3 2 3
1 3= 34 31=4

4 3-8 1 0 5 yr£'4 145,
38 0 1 1=4
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Zusammenfassung Abschnitt 3.4:

PageRank: Grenzverteilung fir Random-Walk mit
Neustarts auf dem Webgrapen.
Dampfungsfaktor $ Wskt. 1 fir Neustart.

Matrix-Vektor-Formulierung:

rYDrYMtmitMD.1 /EC A,
E Matrix mit lauter Eintragen 1=n.

Fur Dampfungsfaktor < 1 Matrix M irreduzibel und
aperiodisch ) (Perron-Frobenius) Konvergenz gegen
eindeutigen normierten, positiven Eigenvektor zum
groften Eigenwert 1 von M.

ZweitgroRter Eigenwert hochstens , damit Konvergenz-
geschwindigkeit und Stabilitdt mit  einstellbar.
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Vergleich HITS und PageRank:

HITS:
Vorteil: Kleine Matrizen.
Nachteile:

— In der Grundversion anfallig fir Spamming.

— Stabilitat evtl. schlecht.

— Bei realistischen Graphen keine eindeutige Konvergenz
(Ursache: mehrere starke ZKs in aus fokussiertem
Graphen abgeleitetem Hilfsgraphen).

PageRank:
Vorteile: — Bessere Spammingresistenz als bei HITS.
— Stabilitat und Konvergenzgeschwindigkeit
justierbar mit Dampfungsfaktor (!).
— Eindeutige Konvergenz.
Nachteil: The World's Largest Matrix Computation.
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3.5 Duplikat Iterung — Einleitung

Problem flir Web-Tools:
Viele Beinahe-Kopien von Seiten im Web.

Beispiel: Seite im dmoz-Verzeichnis (Original)



3.5 Duplikat Iterung — Einleitung

Problem flir Web-Tools:
Viele Beinahe-Kopien von Seiten im Web.

Beispiel: Seite im dmoz-Verzeichnis (Beinahe-Kopie)



3.5 Duplikat Iterung — Einleitung

Problem flir Web-Tools:
Viele Beinahe-Kopien von Seiten im Web.

Beispiel: Seite im dmoz-Verzeichnis (Beinahe-Kopie)



Basisprobleme:

Test, ob zwei Dokumente exakt gleich sind.
Test, ob zwei Dokumente ,ahnlich* sind.

Anwendungen:

Web-Crawling;
Spam-Entdeckung;
Entdecken von Plagiaten;
Clustering.

Problem auch bekannt aus der Bioinformatik.
(Vergleiche neue Gensequenz mit Gendatenbank usw.)
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Ahnlichkeitsmafe

Seienx;y 26 ,xXxD .Xg;:: Xm/,y D oyg; it yal.
Hammingabstand (bitweiser bzw. wortweiser Vergleich):
Fir x, y gleich lang, d.h. m D n:

du.x;y/ VD ji | Xi 6Dyigj
Editierabstand (Levenshtein-Abstand):.

— Operationen:
Einfigen, Loschen, Ersetzen von Buchstaben aus 6 .

— Editierabstand ED.x; y/ ist minimale Anzahl
Operationen, die x in y transformiert.
Jaccard-Koef zient:
XVDKg;iii;Xmg@ Y VD Y1;::5;yng X[ Y 6D ;
X\ Y]
XLYj

J.X;Y/ VD
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Typisches Szenario:

Vergleiche ,neues* Dokument T mit grof3er Kollektion

Naiver Ansatz: Direkter Vergleich mit allen Dokumenten.

Falls alle Dokumente mit Lange n:
Zeitaufwand je Vergleich T $ T; mindestens linear in n.

Dynamische Programmierung fur ED: 2. mn/ "B" 2. n.

Vergleich mit allen Dokumenten 2. jCj n/.

jCj D 101° n D 108 Wérter ! zu viel!

Idee:

Vergleiche nur viel kirzere Hashwerte der Dokumente.
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Hashingbasierter Dokumentvergleich

Extrahiere fur Vergleich relevante Features:
Dokument! Menge/Vektor, Eintrag fur
Vorhandensein / Gewicht des jeweiligen Features.
Beispiele:

— Trivialer Ansatz: vorkommende (Stich-)Worter.
— Gewichtsvektor mit TF-IDF-Werten.
Dokument T 7! Menge /Vektor Fr.

Hashing:

Fr 7! Hashwert h.Fy/ 2 M, M Klein®.

Vergleich von Dokumenten T4, To:

— Exakte Gleichheit: h.Fy,/ D h.F1,/?

— Ahnlichkeit: h.Fr,/ h.F,/?
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Hashingbasierter Dokumentvergleich (Forts.)

Statt mindestens linearer Zeit in Dokumentlange /
Featureanzahl nur noch lineare Zeit in Bitlange der
Hashwerte (bei geeigneter Hashfunktion).

Preis: Kollisionen. Verschiedene Dokumente mit gleichen
Hashwerten (False Positives).

Je nach Vorgehensweise auch ahnliche Dokumente, die
nicht entlarvt werden (False Negatives).

Wesentliche Frage: Geeignete Hashfunktionen?
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3.5.1 Gleichheitstest mit Fingerabdriicken

Aufgabe: Teste exakte Gleichheit fir zwei Objekte aus
JgroBem* Universum U DfO;:::;n  1g

Z.B. n D 28192 f{ir 1 KB binare Daten.
Klassische Losung: Rabin (1981).
Algorithmus (einfache Version):

Wabhle p aus ersten m Primzahlen zufallig gleichverteilt !

hp.x/ VDx mod p.
Speichere anstatt Wert x 2 U nur hp.X/.
Test X B y“: Vergleiche hy.x/ und hp.y/.
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Satz 3.26:
Sei Menge S von Elementen aus U D f0;:::;n 1g
abzuspeichern. Dann gilt fir x;y 2 U:

X Dy: hp.x/ D hp.y/.

X 6Dy: Profhy.x/ D hp.y/g blognc/ m.

IS
2
Also:

Keine False Negatives.

Firm D O .1="/jSj?logn Wskt. fiir False Positives
durch " > 0 beschrankt.
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Beweis:
Fall x D y: Dann gilt fur alle p:

hp.x/ D x mod p Dy mod p D hp.y/.

Fall x 6Dy:

zDpy Pk, P1iii Pk 2.
Seien x;y 2 U mit x 6Dy und hy.x/ D hp.y/, d.h.,
X ymodp, .x Yy/modp.
Also p teilt jx  yj. Wskt. dafir hdéchstens blog nc=m.
Insgesamt |Sj Elemente gespeichert:
Wskt., dass einer von jgj maglichen Tests fehlschlagt:

lgj blognc=m (Vereinigungsschranke).
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Ressourcen:
Bitlange flr abzuspeichernde Werte:
O.logm/ D O loglogn C logjSjC log.1="/ .

(Benutze, dass Grol3e der m-ten Primzahl O.mlog m/
gemal Primzahlsatz.)

Rechenzeit fur Hashwert-Berechnung:
O..logm/?/.
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Der ,richtige* Rabin-Algorithmus:
Nachteil der vorhergehenden Methode: Division durch p.

Rabin-Fingerabdricke:
Universum U DfO;:::;n  1gn D 2K,
Identi zieren mit K érper .
Hashwerte aus Kérper m,mD2  n.
Wabhle zufallig irreduzibles Polynom p tber 5, vom Grad ".
Furx2U D p: hp.x/ VDx mod p.

Ergebnisse (ohne Beweis):
Analyse liefert Aussage analog zu Satz 3.26:
Fehlerwskt. O jSj?.logn/=m .
Hashwerte berechenbar mit 2. log m/ Bitoperationen.
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Anwendung fiir - Ahnlichkeitstest?

Funktioniert nicht!

Beispiel: nD 10,p D 173
X: X mod p:
0101011011 | 00000001

1101011011 | 10100111
0001011011 | 01011011

209



3.5.2 Min-Hashing

Arbeit: Broder (1997).

Uberblick:
Dokument! Menge von Uberlappenden Teilen
aus k aufeinanderfolgenden Wortern, k-Gramme.
Jaccard-Koef zient von k-Gramm-Mengen.
k-Gramm-Mengen ! Hashwerte, die Approximation
des Jaccard-Koef zienten erlauben.
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k -Gramme:
Beispiel:

spam spam spam lovely spam wonderful spam lovely spam

spam spam
spam spam
spam lovely
lovely spam
spam wonderful
wonderful spam
spam lovely
lovely spam

Menge aller 2-Gramme:
f spam spam; spam lovely; lovely spam; spam wonderful;
wonderful spamg
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k-Gramme (Forts.):

De nition 3.27: k-Gramm
Fur Dokument T D .wq;:::; wp/ heil3en Wortfolgen

Wit Wick 1/, iD1iii;n kC1, k-Gramme von T

Sei Gk.T/ Menge aller k Gramme von T.

Parameter k !  Abhangigkeiten zwischen Wartern:
k zu klein! zu wenig Abhangigkeit,
zu viele &hnliche Dokumente
k zu grof3 ! zu viel Struktur beriicksichtigt,
zu wenige ahnliche Dokumente
Experimente: k D 5:::10.
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AhnlichkeitsmaR:

De nition 3.28:

Fur Dokumente A, B:

jGk.Al'\ Gg.BJj
iGk.AI'[ Gk.Blj

r.A; B/ VDJ.Gg.A/l; G¢.Bll D

Idealerweise dies berechnen. Allerdings Universum der
k-Gramm-Mengen viel zu grof3.

Erste Idee: k-Gramme ! Rabin-Fingerabdricke.
Allerdings: # k-Gramme  Anzahl Worter im Dokument.
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Min-Hashing — idealer Algorithmus:

Betrachte Teilmengenvon U D f0;:::;n 19
(z. B. k-Gramm-Mengen). Diese abbilden auf Hashwert:

Wahle Permutation 2 S, zufallig gleichverteilt.

Hashfunktion h VU ! U:
Fur Menge A U: h .A/ VDmin. . A/l.

Satz 3.29:
Fur beliebige Mengen A; B U:
Prfh .A/Dh .B/gDJ.A B/ DA Bl
JA[ Bj
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Beweis:

|1|2|3]4|5]|6|7|8]9]10
Al0lO|1|0|1|0|2|0|0| 1
B|{ojoj1/1(1{0j0|1|0| O
Beobachtungen: h

by

Sei np,.p, Anzahl Spalten vom Typ

. JA\ Bj N1
J.AB/ D JA[ Bj D No1CnioCnyg”

Nach Spaltenpermutation gemaf
min. . A// D min. . B// ,

erste Spalte ungleich 9 ist 1 .

b

i
2 f0; 1¢f, dann

Wahrscheinlichkeit dafur bei zufalligem st

ebenfalls n11=.ng1 C n10 C nq1/.
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Algorithmus R ABIN-MIN-HASHING:
Wabhle p zufallig fur Rabin-Fingerabdricke.

® Speichere h.T/ VDmin.H/ als Hashwert fur T.

Hoffnung dabei:

Fur typische® Daten verhalt sich hy, wie Abbildung U'! M
(M Hashwertebereich) + zufallige Permutation auf M.

Vgl. ,normales* Hashing. Hoffnung durch Theorie fur
zufallige Mengen bestatigt (siehe spater).
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Verbesserung der Fehlerwahrscheinlichkeit:

nenne dies Skizze (sketch) von T.

Komprimierung der Skizze:
Fasse je r=rHashwerte zu neuem Bitvektor zusammen.
Berechne flr diese Bitvektoren wieder
Rabin-Fingerabdriicke.

| Skizzen aus r®Hashwerten.

Typische Zahlenwerte (Henzinger 2006):
Rabin-Fingerabdriicke mit 64 Bits, r D 84, r°D 6.
I Skizzen aus 48 Bytes.
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Min-Hashklassen

Hoffnung auf gutes Verhalten bei Rabin-Min-Hashing
evtl. gefahrlich / unbefriedigend.

Wollen eigentlich:
Zufallige Wahl der Hashfunktion wie gehabt aus kleiner
Teilklasse aller maglichen Funktionen (!  Ef zienz!).
Uber Eigenschaft der Klasse sicherstellen, dass trotzdem
Satz 3.29 genauso funktioniert wie fir vollig zufallige
Permutationen.

(Vgl. universelles Hashing fur klassische"

Hashing-Anwendungen, spater ausfuhrlicher.)

Geht das Uberhaupt?
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De nition 3.30:

Klasse H von Permutationen U ! U heil3t Min-Hashklasse,

wenn firalleS U und alle x 2 S gilt:
1
Pr oyfmin. . S/ D . x/gD —,
IS)
dabei 2 H zufallig gleichverteilt gewahilt.

Mit den Ideen aus Beweis von Satz 3.29:

Kann zufallige beliebige Permutation durch
zufallige Permutation aus Min-Hashklasse ersetzen,
Satz bleibt gultig.

Problem: Solche Min-Hashklassen sind
notwendigerweise sehr grof3.
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Satz 3.31:
Sei Klasse H Min-Hashklasse tiber Universum mit n
Elementen. Dann istjHjD 2 .

Brauche also . n/ Bits, um Hashfunktion zu spezi zieren.

Beweis: Betrachte S U mitjSj2f1;:::;ng
Gemalf De nition fir x 2 S:
Pr oyfmin. . S// D . x/g

1
Dif j 2Himin.. SI/D . x/gi/ jH|D i
Also jH5Sj2 ,d.h., |Sj teiltjH].
Zahlentheorie ) kgV.1;2;:::;n/ e oM,
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Aufgeweichte Min-Hash-Klassende nition —
" -approximative Min-Hashklassen:

Anforderung fir Wsktn. in der De nition nur bis auf einen
Fehler von "=jSj.
Fiihrt zu relativem Fehler von " bei Ahnlichkeitswerten.
Rabin-Min-Hashing korrespondiert zu "-approximativer
Min-Hashklasse, aber " D 2. log n/ mdglich.
Far zufallige Mengen " D O.1/.
(Broder, Charikar, Frieze, Mitzenmacher 1998).
Ef zient realisierbare "-approximative Min-Hashklassen
mit n©-1°9-1="/ Fynktionen existieren, d. h., es reichen
O.log.1="/ logn/ Bits fur Funktionsbeschreibung.
(Indyk 1999).
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3.5.3 Randomisierte Projektionen

Arbeit: Charikar (2002).

Hier:
Dokument T durch Feature-Vektor v 2 9
beschreiben, z. B. TF-IDF-Gewichte fur Schlisselworter.

Zunachst wieder idealisierte Variante. ..
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Hashing durch randomisierte Projektionen

Wahle r 2 9 zufallig auf Einheitssphare (siehe unten).
Berechnung der Hashw?rte fur (Feature-)Vektor v 2 9:
1, r°v O

h,.v/VDTv 0UD .
0 rv<DO.

d.

Wie r zufallig wahlen? Wahle zunachst rg 2
Komponenten unabhangig;
jeweils standardnormalverteilt, d. h.
Erwartungswert O und Varianz 1, Dichte:
=2.

f.t/ D p;:e t?

Dann r VDro=krgk, gewtlinschter Zufallsvektor.

Fakt: Vektor r gleichverteilt auf Einheitssphare in 9,
inbesondere invariant unter Drehungen (ohne Beweis).
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Satz 3.32:

Furv:w 2 9 sei v:.w Winkel zwischen v und w. Dann gilt:

Pr.fh,.v// D hp.w/gD1 %

Anwendungen:

Approximation des Kosinusmal3es fur Vektorahnlichkeit.

Falls v;w 2 f0; 1¢f charakteristische Vektoren von
Mengen:

hv; wi JV\ wWj
kvkokwks — T jViiwj

cos. y:w/ D

Alternative zum Jaccard-Koef zienten flr
Mengenahnlichkeit.
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Beweis:

Drehe Koordinatensystem so, dass v; w in einer Ebene
liegen. Andert r” v, r”w nicht und wg. Rotationsinvarianz

danach r mit derselben Verteilung. Betrachte Projektion in

v-w-Ebene.

Wollen: Prifsgn.r’v/ D sgn.r>w/gD1  y.w= .

w

H

Vektor r Normalenvektor von
Hyperebene H.

Vorzeichen von r” v, r”w gleich ,
v, w auf derselben Seite von H.
Passende Ebenen auflerhalb des
Joten Bereichs®, der Winkel 2 .\
abdeckt.

Wskt. fir Ebene aufRerhalb:
1 2 V;W/:2 D 1 V;W: .
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Hashing mit randomisierten Projektionen —
praktische Variante

Approximation der randomisierte Projektionen:
Ersetze Zufallsvektor r 2 9 mit standardnormalverteilten
Komponenten durch Zufallsvektor aus f 1; 1d.
Mehrere Kopien (im Folgenden k), um Wahrscheinlichkeit
fur gute Approximation zu erhohen.
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Algorithmus S IMHASH

Wahle fiir jedes Feature i Vektor X; 2 f 1; 1d¢
zufallig gleichverteilt.

Berechnung des Hashwertes fir Dokument T

Berechne abhangig von T Gewichtsvektor
Berechnes VD 4, w, X; 2 X,
h.T/VD.B; O0U:::; B OU2f0; 1.
return h.T/.

Maf fiir Ahnlichkeitvon T und To:
1 X
sim.Tq; T2/ VD E T.T1/; D h.T»/;U
iD1



Variante des Verfahrens:  Alles wie gehabt, jedoch:

h.T/ VDpl—ETsl;:::;skU 2 kK

simlTy;To/ VD h.Ty/i h.Tal.
iD1
Satz (ohne Beweis):

Fir"; > Oundk D 2 .logd/ ="2 (bez.d!1 )giltfur
alle Dokumente T1, T» mit Gewichtsvektoren v;w 2 9 mit
Wahrscheinlichkeit 1 O.1=d /:

jsimCTy; To/  cos. vuwlj

jcos. v:wl/j,

d. h., relativer Fehler bei Approximation des Kosinus ist ".

v
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Experimente (Henzinger 2006):

Vergleich von Min-Hashing und SimHash.

In beiden Fallen HTML-Dokumente vorher

in Token-String zerlegt.
Min-Hashing:
Rabin-Fingerabdriicke mit 64 Bits, k-Gramme mitk D 8,
r D 84 unabhangige, primare Hashfunktionen,
rOD 6 Block-Hashwerte als Zusammenfassung.
Insgesamt Skizzen aus 48 Bytes. Dokumente ahnlich, falls
mindestens 2 identische Block-Hashwerte.
SimHash:
Hashwerte k D 384 Bits, also auch 48 Bytes. Dokumente
ahnlich, falls mindestens 372 Bits Ubereinstimmen.
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Experimente (Forts.):

Auswertung von Google-Crawl mit 1,6 Mrd. Webseiten.
20 — 30 % Seiten mit exakten Duplikaten vorab entfernt.
Danach noch 1,7 — 2,2 % Seiten mit ahnlichen Pendants
(Schwellwert fur SimHash so justiert, dass beide Algos
etwa gleich).

Genauigkeit durch Inspektion von Stichproben
ausgewertet (False Negatives & False Positives).

Ergebnis (Min-Hashing / SimHash):
Beide Verfahren schlecht fiir Ahnlichkeiten von Seiten
von derselben Website: 34 % / 37 %.
Bei verschiedenen Websites: 38 % / 50 %.
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Zusammenfassung Abschnitt 3.5:
Min-Hashing: Text! k-Gramm-Menge.

Ahnlichkeit von Webseiten: Jaccard-Koef zient der
k-Gramm-Mengen. Fur zuféallige Permutation
Pr fmin. . A/ D min.. B//gDJ.A; B/.

Praktische Berechnung:

k-Gramme ! Rabin-Fingerprints, speichere Minimum.

Theoretisch: Nur "-approximative Min-Hashklassen

hinreichend klein, J.A; B/ mit relativem Fehler ".
SimHash: Text T !  Featurevektor w 2 9.

— Berechne Skalarprodukte von w mit k zufalligen

Vektorenaus f 1;1¢f' ! sq;::1;s¢ 2

— Speichere h. T/ D .51 0U:::; Bk O0U.

Maf fur Ahnlichkeit zwischen Tq; To:

relativer Hammingabstand von h.T1/, h.T»/.
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3.6 Sampling von Webseiten

Problem grob:

Zufallig gleichverteilte Auswahl einer Webseite
aus dem Web oder
aus dem Index einer Suchmaschine.

Welches ,Web" ist gemeint?
von Suchmaschinen indizierbares Web;
im Wesentlichen Komponenten MAX-SCC und OUT.

Randbedingung: Keine internen Infos von
Suchmaschinen-Betreibern.
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Motivation:

Relative Grof3e von Suchmaschinen-Indexen:
~Suchmaschinen-Kriege“.

Mit zusatzlichen absoluten Zahlen zur IndexgroRRe

auch absolute Grol3e des indizierten Webs.

Quialitat von Suchmaschinen-Indexen:

— Anteil Spam;

— durchschnittliche Frische.

Statistiken Gber

— Verteilung von Top-Level-Domains;

— Sprachen;

233



Wie macht man's?

Schweres Problem:
Zugriff auf Suchmaschinen nur tber Benutzerschnittstelle.

Zugriff auf das Web: Gleiche Probleme wie beim Crawling.

(Was kann man tberhaupt ohne vollstandigen Crawl tun?)

Ans atze:
Anfragebasiertes Sampling:

Typischerweise fur Sampling von Suchmaschinen-Index.
Bharat und Broder (1998)

Random Walks:

Typischerweise fur Sampling aus gesamtem Web.

Henzinger (2000), Bar-Yossef u. a. (2000).
Fortgeschrittene Techniken: Bar-Yossef u. a. (2006).
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3.6.1 Anfragebasiertes Sampling
Verfahren von Bharat und Broder (1998):

Sampling aus Suchmaschinen-Index.
Lexikon mit Suchbegriffen (konkret: 400.000 Worter
aus Yahoo!-Crawl). Relative Hau gkeiten der Begriffe im
Lexikon bestimmen.
Zufallige Anfrage anhand von Hau gkeitsverteilung.
Anfragen mit niedriger und hoher Hau gkeit kombinieren.
Ziel: Moglichst kleine, nichtleere Ergebnismengen
(! Unterscheidung von Suchmaschinen).
Aus Ergebnismenge der Suchmaschine zufallig
gleichverteilt unter ersten k Ergebnissen Seite wahlen
(konkret: k D 100).
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Anwendung: Gr 6[3e von
Suchmaschinen-Indexen vergleichen

Zwei Operationen:
Sampling: Seite gleichverteilt aus Index wahlen.
Checking: Teste, ob vorgegebene Seite p im Index.
Beides anfragebasiert approximativ realisierbar.

Eingeschrankte Version der zweiten Operation evtl. sogar
per Suchmaschinen-Schnittstelle, z. B. site:  bei Google
fur Websites.
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Anwendung: Gr 6l3e von

Suchmaschinen-Indexen vergleichen (Forts.)

Vergleich von Suchmaschinen-Indexen S1, S»:
Bestimme approximativ
PrfP 2 Szj P2 S]_g PrfP 2 S]_j P2 Szg.

Overlap zwischen den Suchmaschinen. Dazu:

— Sample Seite aus Index S1; checke, ob sie in S,.
— Sample Seite aus Index Sy; checke, ob sie in Sy.

Es gilt:
PrfP 2 S1j P 2 S»g D PrfP 2 Sig
PrfP2S,jP 2S;g PrfP 2 Syg
Relative Grol3e der Indexe.
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Experimente (Gulli und Signorini 2005):

Einige Ergebnisse:

Relative GroRen:
Google / Yahoo!: 1,22

Google / MSN: 1,41
Google / Ask/Teoma: 1,65

Overlap:

— Google indiziert durchschnittlich 68,2 % aller anderen;
— MSN 49,2 %;

— Ask/Teoma 43,5 %; und

— Yahoo! 59,1 %.



Probleme:

Ungleichgewicht durch Anfragen:
Umfangreiche Dokumente viel hau ger
(z. B. Worterbticher).

Ungleichgewicht durch Ranking:

Seiten mit sehr kleinem Rank werden nie ausgewahlt.

(Suchmaschinen zeigen die evtl. gar nicht an.)
Gutes Lexikon schwer beschaffbar:

Soll reprasentativ sein fur ganzes Web
(zumindest fir alle Suchmaschinen).
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Anfragepoolbasierter Sampler von
Bar-Yossef u. a. (2006):

Sampling aus Suchmaschinen-Index.
Sampling von Webseiten gemalf
nichtuniformer Verteilung.
Schatzung w.p/ fur Gewicht von Seite p gemaf
dieser Verteilung.
Gewichte Wskt. fir Sample p proportional zu 1=w.p/
I Gleichverteilung.

Wie geht das genau?

Methoden aus dem Bereich der Monte-Carlo-Simulation: : :
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Methode: Rejection-Sampling

Elemente aus endlichem Universum U.
Gegeben: Prozedur, die Samples gemal
Startverteilung pVU I T 0; 1Uliefert.
Will: Samples gemaR Zielverteilung gvVU !' T 0; 1U
Verlange furallex 2 U: q.x/> 0) p.x/> 0.

Dabei unvollstandige Information:

p.x/ D p.x/=pg fur alle x 2 U;

q.x/ D § .x/=qq fur alle x 2 U;
wobei p.x/, § .x/ fur x 2 U bekannte Gewichte,
aber pg, go unbekannte Normalisierungskonstanten.

Z.B. q Gleichverteilung Uber alle Webseiten:
q.x/ D §.x/=qo mit § .x/ D 1 fur alle x und
go D Anzahl aller Seiten (unbekannt).
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Rejection-Sampling (Forts.)

Wahle weiterhin Konstante C > 0, sodass:

g .x/

C max——.
x2U p.x/

Algorithmus R EJECTION SAMPLING:
forever do
@ Wahle x 2 U gemaR Verteilung p.

® Wirf Miinze mit Wskt. . x/ VD Q.x/
C p.x/

© if Ergebnis ,Kopf‘ then akzeptiere x; break
od.

fur ,Kopf“.

Beobachtung: C sorgt dafur, dass . x/ 1.
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Rejection-Sampling (Forts.)

Satz 3.33:
Die Wahrscheinlichkeit fir die Ausgabe x 2 U im
Algorithmus Rejection-Sampling ist g.x/.

Beweis: Dies ist die Wskt., dass x gemal p generiert wird,
unter der Bedingung, dass x akzeptiert wird, d. h.

b .x/
PrfX D x A X akz.g C p.x/

PrfX akz.g X Q.y/
p-y/ C p.y/

p.x/

y
do q.x/
C po p-x/ D XQ-X/
do q.y/ q.y/

p.y/
y C po p.y/ y

p.x/

D x D qg.x/:
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Proposition 3.34:

Die erwartete Anzahl Schritte, bis beim Rejection-
Sampling ein Sample erzeugt wird, betragt

C po=qo Maxyay q.X/=p.x/.

Bezahle also fur grol3e Abweichungen zwischen
Start- und Ziel-Verteilung und fir zu grof3 gewahites C.

Beweis: Die Wahrscheinlichkeit fir den Abbruch der
Schleife betragt

X g.x/ X oq.x/
aVD p.x/ p.x| ———
>§<2u Cp.x/ 2U Cpop.x/
D q%q'X/ D qu :
wu =Po Po

Der Erwartungswert der Anzahl Schleifendurchlaufe ist
damit (geometrische Verteilung) gerade 1=a D Cpo=qo.
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Kommentar zur Anwendung von Rejection-Sampling
Erinnerung: Startverteilung p.x/ D p.x/=pg, X 2 U.

Teilprobleme fir Startverteilung:

Erzeugung von Samples gemal p.x/, x 2 U.
Berechnung von Gewichten p.x/, x 2 U.

Fir beides ef ziente Algorithmen bendtigt.
Beides kann unterschiedlich schwierig sein!
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Anfragepoolbasierter Sampler (Forts.):

Pool P von Suchanfragen (wie bei Bharat & Broder).

Sei D Menge von Dokumenten, die flr irgendeine
Suchanfrage aus P von Suchmaschine geliefert werden.
Fur Anfrage q 2 P sei RESULTSp .qg/ die Anzahl
Dokumente, die Suchmaschine fir q liefert.

Fur Dokumentd 2 D sei QUERIESp.d/

Anzahl Anfragen in P, die fur d passend sind.

google

www.spiegel.de news.g8dgle.com maps

maps google.com
maps.yahoo.6om
[ ]

v le.
p-googie-om ‘bing.com/maps

(adaptiert aus Ziv Bar-Yossefs Talk)
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Beobachtungen:
RESULTSp .q/ ef zient berechenbar
per Schnittstelle der Suchmaschine.

QUERIESpP .d/ auch ef zient berechenbar,
sogar ohne Suchmaschine (fur ,nattrliche” Pools P );

Anfragepoolbasierter Sampler benutzt zwei Module:
DOKUMENT-SAMPLER:

Dokument d mit Wskt. proportional zu QUERIESp .d/.

Dieses realisiert mit: : :

ANFRAGE-SAMPLER:

Anfrage q mit Wskt. proportional zu RESULTSp .q/.
Beide nichttrivial. Details spater,
hier nur in idealisierter Form.
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Algorithmus A NFRAGEPOOLBASIERTER SAMPLER:

forever do

@ Ziehe zufalliges Dokument d mit DOKUMENT-SAMPLER
(Wskt. von d prop. zu QUERIESp .d/).

® Berechne Gewicht W VDQUERIESp .d/.

© Wirf Miinze mit Wskt. 1=W fiir ,Kopf".
if Ergebnis ,Kopf* then Ausgabe d und Ende

od
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Beweis der Korrektheit:

Rejection-Sampling mit folgenden Parametern:
Startverteilung:
Gewichte p.d/ VDQUERIESp .d/;
Zielverteilug:
Gewichte § .d/ D 1.
Es gilt maxq §.d/=p.d/ D maxq1=p.d/ 1!
kann C VD1 wahlen.
Damit liefert Satz 3.33, dass Ergebnissample gleichverteilt
bei idealem DOKUMENT-SAMPLER.
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Algorithmus D OKUMENT-SAMPLER:

@ Ziehe zuféllige Anfrage q mit ANFRAGE-SAMPLER
(Wskt. von q proportional zu RESULTSp .q/).

® Futtere Suchmaschine mit Anfrage q.
Sei R.g/ die Ergebnismenge.

©® Wahle zufallig gleichverteiltd 2 R.qg/ und
gib d aus.

Beweis der Korrektheit:

X
5 RESULTS.qg/ 1

PrfD D dg D
g: d passt aufq

QUERIES.d/ D P QUERIES.d/

©RESULTS.qY " ;oQUERIES.Y’

- oRESULTS.qY REsULTS.q/

D PR
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Fehlt noch: ANFRAGE-SAMPLER. Mit Rejection-Sampling.

Startverteilung: Gleichverteilung auf gesamtem Pool P .
Zielverteilung: Anfrage g mit Wskt. prop. zu RESULTSp .q/.

Details:
Gewichte fur Startverteilung: p.x/ D 1.

Gewichte fur Zielverteilung: §.x/ D RESULTSp .X/,
ef zient berechenbar mit Hilfe der Suchmaschine!

Normalisierungskonstante C? Bendtige:
C maxeh.x/i=p.x/ P B max, §.x/.

Z.B. C VDK, falls immmer k Ergebnisse
von Suchmaschine.
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Hier nicht behandelte Problematik:

Suchmaschine schneidet Ergebnismenge ab (,Uberlauf"),
damit DOKUMENT-SAMPLER S0 nicht korrekt.

Abhilfe:

Benutze in ANFRAGE-SAMPLER Verteilung tber alle
Anfragen, die keinen Uberlauf erzeugen. Liefert damit nur
Approximation der Zielverteilung.

Kern der Analyse: Falls Gewichte der Startverteilung
approximativ passend zur Startverteilung, liefert
Rejection-Sampling Approximation der Zielverteilung.

Fehlerrechnung, Analyse der bendtigten Sampleanzahl: : :
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3.6.2 Random-Walk-basiertes Sampling

PageRank-Sampling (Henzinger u. a. 2000):

Grundidee: Simuliere Random-Surfer-Prozess:

— Start an festem Knoten oder zufallig.

— Weiter entweder entlang zufalliger Kante oder
Neustart an zuféalligem Knoten.

Wissen: Konvergiert gegen stationare Verteilung —

namlich den PageRank.

Probleme:
Falsche Verteilung — L6sung: Rejection-Sampling.
Genaue Details: Ubungsaufgabe.
Zufallige Neustarts?
Wie PageRank berechnen?
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PageRank-Sampling (Forts.):

Zuféallige Neustarts:
Abhilfe: Starte bei zufallig gleichverteiltem Knoten
aus bisherigem Random Walk neu.

PageRank-Approximation:
Approximiere PR.p/ durch Besuchsrate
# Besuche von Seite p in Random Walk

VR-.p/ VD
P Lange ° des Random Walks

E VR .p/ "l PR.p/, aber evtl. schlecht fur kleine ".

PageRank auf bereits erforschtem Teil
des Webgraphen berechnen.

Google-Toolbar-Rank benutzen.
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WebWalker (Bar-Yossef u. a. 2000)

Idee: Konvergenztheorie fur Markoffketten:

Graph ungerichtet, nicht bipartit, zusammenhangend )
Konvergenz gegen von Startverteilung unabhangige
stationare Verteilung

Nicht bipartit) aperiodisch (Ubungsaufgabe).
Behauptung dann aus Perron-Frobenius-Theorem.

Graph zudem d-regular, d. h. jeder Knoten mit
genau d Nachbarn: Dannist  Gleichverteilung.

Beweis: Dies ist Eigenvektor zum Eigenwert 1.

Aber: Webgraph gerichtet und alles andere als regular!?
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Jetzt die wirklich gute ldee:
Verwaltete gepatchte Version des Webgraphen, die
Anforderungen erfillt und benutze diese fur Random Walk.

Gerichtet ! ungerichtet:

Bei Schritt des Walks von Knoten aus Vorwarts- und
Ruckwartskanten benutzen.

Quellen fur Ruckwartskanten:

— vorher besuchte Vorwartskanten;

— Suchmaschinen (link: ).

Problem: Liefert nur ein Bruchteil der realen
Kantenmenge. Ungeldst, muss mit Approximation leben.
Regularitat:

Fur grolRe Konstante d, z. B. d D 10:000:000:

Falls Knoten d°< d Nachbarn hat,

erganze d  d%Schleifen.



Algorithmus W EBWALKER:

Verwalte Graph Gt D .Vy; E¢/ fur t-ten Schritt des Walks.
Zu Anfang: Vo VDEg VD ;, t VD1,
aktueller Knoten irgendein geeigneter Startknoten.
Schrittt 1, aktueller Knoten sei v.
Falls Knoten v neu entdeckt:
Vi VDV, 1[f vg
E:: Flge folgende Kanten ungerichtet zu E; ; hinzu:
— alle ausgehenden Kanten von v, die nicht zu bereits
vorher entdeckten Knoten fihren;
— zufallig ausgewahlte r eingehende Kanten von v;
— bisher d°< d zu v inzidente Kanten:
erganze d  d°Schleifen fir v;
Wahle neuen aktuellen Knoten zufallig gleichverteilt
aus Nachbarn vonv in G; D .V;; E¢/.
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Kommentare:

Schleifen miussen nicht wirklich durchlaufen werden:
Falls Grad d® d.h.d  d°Schleifen:

Prf> Schleifendurchlaufeg D .1  d%d/ .d%d/.
Of ine simulieren oder direkt Erwartungswert einsetzen.

Zufallige Auswahl von r eingehenden Kanten:
Verhindere zu starken Ein uss von Suchmaschinen.
Konkrete Werte in Experimenten: r 2 f0; 3; 10g

Nach Erstbesuch von Knoten v wird Nachbarschaft xiert.
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Analyse:

Beachte: Zwei Arten von Zufallsentscheidungen:
Zufallige Fixierung der Nachbarschatft fir Knoten.
Zufallige Auswahl der jeweils begangenen Kante.

Annahmen im Folgenden:
Realer Webgraph statisch;
vorkommende Graphen fur Walk nicht bipartit.

Satz 3.35:

Fir beliebigen Startknotens vg konvergiert der von
WebWalker generierte Random Walk gegen die Gleich-
verteilung auf der Vereinigung der starken Zusammenhangs-
komponente von vg und der Menge der von dort aus
erreichbaren Knoten (SCC.vp/ bzw. OUT.vp/).
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Beweis:

Nach endlich vielen Schritten werden keine
neuen Knoten mehr entdeckt. Grund:
Statischer Webgraph ist endlich.

Danach sind Nachbarschaften der Knoten
(irgendwie!) xiert.

Erreichter Graph sei dann G;. Dann gilt:
Vi D SCC.vo/ [ OUT.vg/: Seiv 2 SCC.vp/ [ OUT.vo/.
Dann existiert im Webgraphen gerichteter Wegvg V.
Annahme: Kante e D .x;y/ erste auf diesem Weg nicht

in G¢. Dann x 2 V4, aber nicht alle ausgehenden Kanten
aufgenommen. Widerspruch.

G erflllt Voraussetzungen fur Konvergenztheorie !
restlicher Walk konvergiert gegen Gleichverteilung.
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Konvergenzgeschwindigkeit:

Abstand hochstens " > 0 bez. Ly-Norm zur
Gleichverteilung nach 2 lognClog.1="/ =1 5/
Schritten, » zweitgro3ter Eigenwert der zugehorigen
stochastischen Matrix.

Z.B. zweitgrof3ter Eigenwe_rt fur zufallige

d-regulare Graphen: O. d/.

Fir 1996er-Crawl in Bar-Yossef-Paper: » 1 10 6.

Mdgliche Quellen flir Ungleichgewicht bei Verteilung:

Bevorzugung von Knoten mit hohem Grad.
Bevorzugung von Knoten im Index von
benutzten Suchmaschinen.

Bevorzugung der Knoten in der Nachbarschatft
des Startknotens.



Random-Walk-Sampler (Bar-Yossef u. a. 2006)

Zufallige Stichprobe aus Suchmaschinen-Index (nicht Web).

Algorithmus grob:
Start mit irgendeinem Knoten.
Far Schritt des Random Walks:
— Wahle Suchbegriff auf Seite zu aktuellem Knoten
zufallig und futtere ihn in Suchmaschine.
— Wabhle neuen aktuellen Knoten zuféllig
aus Ergebnisliste.
Liefert keine Gleichverteilung, wieder geeignete
Simulationstechnik anwenden.
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Experimente (Bar-Yossef u. a. 2006):

Auswertung tber APIs von Google, MSN und Yahoo! !

vermutlich nicht mehr ganz aktuelle Indexe.
Anfragepoolbasierter Sampler mit sehr wenig
Ungleichgewicht bez. GroRe/Rang von Seiten;
Random-Walk-Sampler mit leichter Bevorzugung
von kleinen Dokumenten;

Bharat & Broder mit starker Bevorzugung von
grof3en Dokumenten.

Seitenvon...: | Google: MSN: Yahoo!:
... indiziert von:
Google: - 5% 44 %
MSN: 46 % - 22 %
Yahoo!: 45 % 51 % -




4. Peer-to-Peer-Netze

Ubersicht:

4.1 Einleitung
4.2 Distributed Hash Tables (DHTS)

4.3 Chord
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4.1 Einleitung

Zwei grundlegende Prinzipien zur Organisation
des Zugriffs auf verteilte Ressourcen:

Client-Server:

— Wenige zentrale Server, die Ressourcen bereitstellen;

— viele Clients, die Ressourcen in Anspruch nehmen.

Aufwand fur Hardware und Bandbreite

konzentriert bei Servern.

Peer-to-Peer (P2P):

— Gleichgestellte Netzknoten (Peers), die sowohl Client-
als auch Server-Rolle lbernehmen.

— Knoten benutzen alle zu Netz passende Software
(Ublicherweise auch Client, besser vielleicht Servent).

Standard-PCs, Aufwand fir Bandbreite verteilt.
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P2P-Netze — Anwendungen:

Popul &r: , Tauschb 6rsen” ( le-sharing )
2007: Ca. 10 Mio. Teilnehmer weltweit
in verschiedenen Netzen.
2006: Anteil am Internet-Datenverkehr in Deutschland
30 % (tagsuber) bzw. 70 % (nachts).
Verbreitetste Netze: BitTorrent, eDonkey.
(Quelle: www.slyck.com )

Weitere (legalere) Anwendungen:
Ausfallsichere verteilte Speicherung von Daten.
Verteilung von grof3en Datenmengen an viele Nutzer
(z. B. Linux-Distributionen, TV-Live-Streams).
Skype-Telefonbuch.
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P2P-Technik:

Ublicherweise realisiert als Overlay-Netz auf der
Anwendungsschicht, basierend auf TCP oder UDP
(also analog z. B. zu WWW/HTTP).

Zu l6sende Probleme:
Netzaufbau und -verwaltung ohne zentrale Instanz?
(Dynamik: Hau ge An-/Abmeldungen von Knoten,
spontane Ausfalle von Knoten madglich.)
Wie ndet man Knoten, die bestimmte Ressourcen
(Dateien) anbieten?
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P2P-Technik:

Ublicherweise realisiert als Overlay-Netz auf der
Anwendungsschicht, basierend auf TCP oder UDP
(also analog z. B. zu WWW/HTTP).

Zu l6sende Probleme:
Netzaufbau und -verwaltung ohne zentrale Instanz?
(Dynamik: Hau ge An-/Abmeldungen von Knoten,
spontane Ausfalle von Knoten mdglich.)
Wie ndet man Knoten, die bestimmte Ressourcen
(Dateien) anbieten?

Skalierbarkeit:
Ressourcenaufwand fiir einzelne Knoten darf nur moderat
(sublinear) in Anzahl Knoten wachsen.
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Einteilung und Historie:

Nach Netztopologie:

Zentral (Index-Server):

Napster (1999-2001, in urspr. Form eingestellt).
Dezentral:

Gnutella (2000).

Hybridformen:

Gnutella 0.6 und Gnutella2 (2002),

eDonkey (2000-2006, Einstellung of zielle Website),
FastTrack (2001, z. B. KaZaA-Client).

Aktuelle Themen:
Verschliisselung, Anonymisierung, P2P-Streaming.
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Einteilung und Historie (Forts.):

Nach Strategie fur Netzverwaltung:
Unstrukturiert:
Neue Knoten verbinden sich beliebig mit bereits
existierenden. Suche typischerweise inef zient.
Beispiel: Gnutella.
Strukturiert:
Linkstruktur durch Protokoll geregelt ! ef ziente Suche.
AuRRerdem theoretische Gltegarantien.
Consistent Hashing / Distributed Hash Tables (1997).
Beispiele: CAN, Chord (2001), Kademlia (2002).

Auch in aktuellen P2P-Clients, z. B. eMule, BitTorrent.
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Beispiel fur unstrukturiertes P2P-Netz:
Gnutella 0.4

Client bendtigt IP-Adresse + Port von mindestens
einem aktiven Peer (mitgeliefert / Internet).

Verbindung Uber TCP (+ Gnutella).
Daten bei den Peers gelagert, Austausch tber HTTP.

Spezielle Datenpakete (Deskriptoren):
PING/PONG: Suche nach aktiven Peers.
QUERY/QUERY HIT: Suche nach Daten.
PusH: Datenlbertragung durch Firewall.

Fir Suche nach aktiven Peers oder Daten:
Flutung des Netzes / Broadcast.
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Suche nach Daten:

Deskriptoren haben eindeutige ID (Hashcode),
Felder ,TTL* (Time to live) und ,Hops".

Vor Weiterleitung von Deskriptor: TTL-- , Hops++.
Deskriptoren mit TTL D 0 nicht weiterleiten.

Mittels ID: Deskriptor nur einmal pro Knoten weiterleiten.

Routing von QUERY-Deskriptor:
g—g_g_g

N g

9= —8<
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Suche nach Daten:

Deskriptoren haben eindeutige ID (Hashcode),
Felder ,TTL* (Time to live) und ,Hops".

Vor Weiterleitung von Deskriptor: TTL-- , Hops++.
Deskriptoren mit TTL D 0 nicht weiterleiten.

Mittels ID: Deskriptor nur einmal pro Knoten weiterleiten.

Routing von QUERY-Deskriptor:
ttl = 3,

g“‘”’s—:*g—g—g

N g

9= —8<
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Suche nach Daten:

Deskriptoren haben eindeutige ID (Hashcode),
Felder ,TTL* (Time to live) und ,Hops".

Vor Weiterleitung von Deskriptor: TTL-- , Hops++.
Deskriptoren mit TTL D 0 nicht weiterleiten.

Mittels ID: Deskriptor nur einmal pro Knoten weiterleiten.

Routing von QUERY-Deskriptor:

ttl=2, Treffer!

gE—g== lg—g

ttl =2,
hops = 2

lg—lg
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Suche nach Daten:

Deskriptoren haben eindeutige ID (Hashcode),
Felder ,TTL* (Time to live) und ,Hops".

Vor Weiterleitung von Deskriptor: TTL-- , Hops++.
Deskriptoren mit TTL D 0 nicht weiterleiten.

Mittels ID: Deskriptor nur einmal pro Knoten weiterleiten.

Routing von QUERY-Deskriptor:

ttl =1,

I —fx—pE=—g<

| e
gm— lg/

hops =3
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Suche nach Daten:

Deskriptoren haben eindeutige ID (Hashcode),
Felder ,TTL* (Time to live) und ,Hops".

Vor Weiterleitung von Deskriptor: TTL-- , Hops++.
Deskriptoren mit TTL D 0 nicht weiterleiten.

Mittels ID: Deskriptor nur einmal pro Knoten weiterleiten.

Routing von QUERY-Deskriptor:
gﬁg;gﬁg

L

9= —8<
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Suche nach Daten:

Deskriptoren haben eindeutige ID (Hashcode),
Felder ,TTL* (Time to live) und ,Hops".

Vor Weiterleitung von Deskriptor: TTL-- , Hops++.
Deskriptoren mit TTL D 0 nicht weiterleiten.

Mittels ID: Deskriptor nur einmal pro Knoten weiterleiten.

Routing von QUERYHITS-Deskriptor:
ttl =2,

g2 —g= f""“g—g

N g

9= —8<
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Suche nach Daten:

Deskriptoren haben eindeutige ID (Hashcode),
Felder ,TTL* (Time to live) und ,Hops".

Vor Weiterleitung von Deskriptor: TTL-- , Hops++.
Deskriptoren mit TTL D 0 nicht weiterleiten.

Mittels ID: Deskriptor nur einmal pro Knoten weiterleiten.

Routing von QUERYHITS-Deskriptor:
tth=1,

g“wg—g—g

N g

9= —8<

271



Suche nach Daten:

Deskriptoren haben eindeutige ID (Hashcode),
Felder ,TTL* (Time to live) und ,Hops".

Vor Weiterleitung von Deskriptor: TTL-- , Hops++.
Deskriptoren mit TTL D 0 nicht weiterleiten.

Mittels ID: Deskriptor nur einmal pro Knoten weiterleiten.

Routing von QUERYHITS-Deskriptor:
g~g=_g_g

N g

9= —8<
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Vorteile:
Dezentral, einfache An-/Abmeldung von Knoten.

Nachteile:

Fir zu kleine TTL-Werte nur Teile des Netzes erreichbar.
(Original-Client: maximal 4 Verbindungen, TTL D 5.)

Anzahl Botschaften bei PING / QUERY D
Anzahl Kanten im (erreichten Teil-) Graphen.

Gesamtbandbreite fur Verwaltung wachst linear
(konstanter Grad) oder sogar superlinear in Knotenanzahl.

Flaschenhalse durch langsame Knoten.
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4.2 Distributed Hash Tables (DHTS)

Arbeit: Karger u.a. (1997).

Ursprungliche Motivation:

,Hot Spots" im Internet: Server, die durch ,populére
Downloads” Uiberlastet werden (z. B. Fu3ball-WM,
neue Linux-Distribution etcpp.)

Abhilfe:
Web-Caches, verteilte Kopien der Seiten.
Zuordnung von Seiten auf Caches?

Analoges Problem bei Verteilung von Inhalten
auf P2P-Server.

Losungsidee: Lastverteilung durch Hashing.

273



Problem mit Ublichen Hashverfahren:
Anderung der Anzahl verfugbarer Cashes/P2P-Server !
teures Rehashing.

Beispiel:
Hashfunktion x 7! x mod 4
(%]
P 3+ o ®
X
S21 e °
m
1+ ® )
0 o— —0C

2 3 4 9 10 12 17 19
Daten
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Problem mit Ublichen Hashverfahren:
Anderung der Anzahl verfugbarer Cashes/P2P-Server !
teures Rehashing.

Beispiel:
Hashfunktion x 7! x mod 5
4 1 e o ()
@ 34 ® o
(O]
X
S2+{ @ e o o
m
1+ ® )
0 o—+— —@—— }

4 9 10 12 17 19
Daten

2 3
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Grundlegende Operationen:

INITIALIZE.

JOIN.V/:

Erzeugt neuen Knoten in Netz,
dem Knoten v bereits angehort.
LEAVE.V/:

Loschen von Knoten v.

Lookur.k/:
Liefere Knoten mit Schliissel k oder ,nicht vorhanden®.

Natirlich auch Einfugen/Andern von Daten,
aber dazu im Wesentlichen Lookup-Operation.
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Entwurfsziele / Komplexit atsmalie:

Anzahl Knoten sei n, Anzahl Daten d.
Oh-Notation bezuglich n.
Speicherplatz pro Knoten fir Verwaltung:
Sublinear in n, idealerweise O.1/.

Balance (Lastverteilung):
Idealerweise hochstens ¢ d=n Daten pro Knoten,
c 1 Konstante.

Kommunikationsaufwand in Anzahl Botschaften:
JOIN, LEAVE und LOooKUP mit sublinearer
Anzahl Botschaften, gute Verfahren: O.logn/.

Aul3erdem:
— Ausfallsicherheit;
— Behandlung mehrerer JOINS / LEAVES zur gleichen Zeit.
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Distributed Hash Table — Prinzip:

g= 5= B2 g4
L L 1 L

N A N O N N SN O I N

Hashe Knoten und Daten unabhangig auf T0; 1U
Daten werden an ,nachstgelegenem* Knoten gespeichert.

Nach J oIN-Operation:

0= B2 B2 064 0B<
L L L L

=

S N I A I A N N I

'_\-
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Distributed Hash Table — Prinzip (Forts.):

JoIN: Aufteilung des Gebietes, fur das Knoten zustandig.

LEAVE: Verschmilz Gebiet mit passenden von ubrig
bleibenden Knoten.

LOOKUP:

— Irgendwie sicherstellen, dass von aktuellem Punkt

solcher gefunden werden kann, der Punkt von
gesuchtem Datum néher liegt.

— Halbierung des Abstandes ! logarithmische Suchzeit.

Abstandsmalie:
Chord: Abstand auf Kreis der Lange 1.
CAN: Abstand auf Einheitstorus in 9.
Kademlia: Binarwert von XOR.ID¢; ID2/.
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4.3 Chord

Arbeit: Stoica u.a. (2001).

Konstruktion:

Zwei unabhangige Hashfunktionen:
Knoten: hy V L;:::;ng!f 0;:::;2™ 1g
Schlussel: hy V L;:::;kg!f 0;:::;2M™ 1g
Hashwerte im Folgenden IDs.

IDs auf Kreis angeordnet, rechne modulo 2™.
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Beispiel: nD 3,k D4, mD 3.

O Knoten

|:| Schlissel
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Beispiel: nD 3,k D4, mD 3.

Schliissel: 5, 6

n

O Knoten

|:| Schlissel

Schlussel: 1

Schlissel: 3

Speichere Schlissel in im Uhrzeigersinn nachsten Knoten.
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Im Folgenden der Einfachheit halber Analysen fur
vollstandig zufallige Hashfunktionen.

Dann:

Tatsachlich:
FUr Knoten- und Schlissel-Hashfunktionen jeweils
beschrankte Unabhangigkeit reicht.
In der Praxis feste Hashfunktion, z. B. SHA-1
(und Daumen dricken).

(m. h. W. erfillt, falls m hinreichend grof3).

281



Abstand:

Miss Entfernung von Start zu Ziel auf Kreis im Uhrzeigersinn.
Beispiel: Furf0;:::;7g
Von 1 nach 7: Abstand 6.
Von 7 nach 1: Abstand 2.

(Keine Metrik, da nicht symmetrisch.)

De nition 4.1:

FUr Knoten u; v sei von Knoten-ID X, aus im Uhrzeigersinn
auf dem Kreis X, erste andere Knoten-ID. Dann

v Nachfolger von u und

u Vorganger von v.
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Knotenintervalle:

Beispiel: nD 8,.7;1U D ¥;0; 1g

Knoten v genau fir die Speicherung der in I.v/
ggf. vorkommenden Schlussel zustandig.

19
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Plan fur den Rest des Abschnittes:

@ Lastverteilungseigenschaft:
Jeder Knoten zustandig fur O.logn k=n/ Schlussel.
(Kann sogar O.k=n/ zeigen, hier nicht.)

® Vereinfachte Algorithmen flir Operationen:
Problem: LookuP bendétigt 2. n/ Botschaften.
Abhilfe durch umfangreichere Routing-Informationen.

© \ollst andige Algorithmen

Hier nicht: Probleme durch mehrfache JoOINS/LEAVES und
Ausfalle von Knoten.
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Lastverteilung (Balance):

Alle Knoten bekommen ,ungefahr gleich viele* Schlussel ab.

Ideal waren k=n pro Knoten, zeige O.logn k=n/.

Lemma 4.2:
Sei c > 0. Mit Wahrscheinlichkeit mindestens 1  n € gilt:
Fir alle Knotenv D 1;:::; nist

. 0 2" 4
jl.vlj  c’logn—; ¢°D ——.cC 1/
n loge
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Beweis: Sei Xy D x festund > VDcCogn %

Falls jl.v/j >, dann enthalt insbesondere das Intervall
IVD.x ;xUDk "Cl1;x "~C2;:::;X0

keine anderen Knoten-IDs aul3er x. Sei
Z VDAnzahl Knoten w 6Dv mit Xy, 2 1.

Wegen Gleichverteilung der IDs tber f0;:::; 2™ 1g

n 1 . .n2n=2
EZ D om i om

Chernoff:
PfzDO0Og Prfz EZ Ezg e B4

2m 1
0 0 )
c‘logn— D —=c"logn:
g N 5 g

1

o 2 @.cCl/logn =2 Dn -cCV.

Die Behauptung folgt nun mit der Vereinigungsschranke.
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Folgerung 4.3:

Sei ¢ > 0. Mit Wahrscheinlichkeit mindestens 1  n € tber
die Wahl von Knoten- und Schlissel-IDs gilt: Jeder Knoten
speichert hochstens O.logn k=n/ Schlissel.

Beweis wieder mit Chernoff-Argument,
nur jetzt tber Schlissel-1Ds (selbst tGberlegen).

Schéarfere Schranke O..1C / k=n/, > 0,
mit 2. log n/ IDs fur jeden Knoten, Schltssel
einsammeln fur alle IDs. (Feinere Streuung der IDs.)
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Einfache Algorithmen flir Operationen:

Datenstruktur:

Fur jeden aktiven Knoten v:
v.succ D Nachfolger von v,
v.pred D Vorganger von v.

Lookupr.v; x/, v irgendein aktiver Knoten, x Schliussel:

Rufe FINDSUCCESSOR.V; Yy/ auf, Yy Schlissel-ID von Xx.

FINDSUCCESSOR.V;Yy/,y 2 0;:::; 2™ 1 :
if y 2 . Xy pred; XvyUthen return v;
w VDv;

while y 2 . Xy ; Xw.succUand w 6Dv.pred do
w VDw.succ; // Xw.succ N@her an Yy als Xy
od;
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Einfache Algorithmen flir Operationen:

Datenstruktur:

Fur jeden aktiven Knoten v:
v.succ D Nachfolger von v,
v.pred D Vorganger von v.

Lookupr.v; x/, v irgendein aktiver Knoten, x Schliussel:

Rufe FINDSUCCESSOR.V; Yy/ auf, Yy Schlissel-ID von Xx.

FINDSUCCESSOR.V;Yy/,y 2 0;:::; 2™ 1 :
if y 2 . Xy pred; XvyUthen return v;
w VDv;

while y 2 . Xy ; Xw.succUand w 6Dv.pred do

w VDw.succ; // Xw succ N@her an Yy als Xy
od;
# Botschaften: O.n/.
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JOIN.a/, a aktiver Knoten:
Bestimme ID X, flr neuen Knoten v.
Bestimme Vorganger und Nachfolger von v:

v.succ VDw VDFINDSUCCESSOR.a; Xy/;
v.pred VDu VDw .pred.

Korrigiere Vorganger-/Nachfolger-Info fir andere Knoten:
u.succ VDv; w.pred VDv.
Verlagere alle Schlussel in . Xy; XyU die w hat, nach v.

? 4

y y

pa <
Xu Xw
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JoIN.a/, a aktiver Knoten:
Bestimme ID X, flr neuen Knoten v.

Bestimme Vorganger und Nachfolger von v:

v.succ VDw VDFINDSUCCESSOR.a; Xy/;
v.pred VDu VDw .pred.

Korrigiere Vorganger-/Nachfolger-Info fir andere Knoten:

u.succ VDv; w.pred VDv.
Verlagere alle Schlussel in . Xy; XyU die w hat, nach v.

; ¢ 9

Xu Xy Xw

<
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JoIN.a/, a aktiver Knoten:
Bestimme ID X, flr neuen Knoten v.

Bestimme Vorganger und Nachfolger von v:

v.succ VDw VDFINDSUCCESSOR.a; Xy/;
v.pred VDu VDw .pred.

# Botschaften: O.n/.

Korrigiere Vorganger-/Nachfolger-Info fir andere Knoten:
u.succ VDv; w.pred VDv.

Verlagere alle Schlussel in . Xy; XyU die w hat, nach v.

; ¢ 9

Xu Xy Xw

<
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JoIN.a/, a aktiver Knoten:
Bestimme ID X, flr neuen Knoten v.
Bestimme Vorganger und Nachfolger von v:

v.succ VDw VDFINDSUCCESSOR.a; Xy/;
v.pred VDu VDw .pred.

# Botschaften: O.n/.

Korrigiere Vorganger-/Nachfolger-Info fir andere Knoten:
u.succ VDv; w.pred VDv.

Verlagere alle Schlussel in . Xy; XyU die w hat, nach v.
Verlagerung von O.logn k=n/ Schlisseln.

; ¢ 9

Xu Xy Xw

<
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LEAVE.V/, v zu |6schender Knoten:
Verlagere Schlissel von v zum Nachfolger v.succ.
Wieder Verlagerung von O.logn k=n/ Schlusseln.

Aktualisiere Vorganger- bzw. Nachfolger-Infos
anderer Knoten:

.v.pred/.succ VDv.succ;
.v.succ/.pred VDv .pred.
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LEAVE.V/, v zu |6schender Knoten:
Verlagere Schlissel von v zum Nachfolger v.succ.
Wieder Verlagerung von O.logn k=n/ Schlusseln.

Aktualisiere Vorganger- bzw. Nachfolger-Infos
anderer Knoten:

.v.pred/.succ VDv.succ;

.v.succ/.pred VDv .pred.

Fazit: Balance okay, aber LookuP nicht schnell genug.
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LEAVE.V/, v zu |6schender Knoten:
Verlagere Schlissel von v zum Nachfolger v.succ.
Wieder Verlagerung von O.logn k=n/ Schlusseln.

Aktualisiere Vorganger- bzw. Nachfolger-Infos
anderer Knoten:

.v.pred/.succ VDv.succ;
.v.succ/.pred VDv .pred.

Fazit: Balance okay, aber LookuP nicht schnell genug.

Abnhilfe:
Knoten brauchen mehr lokale Routing-Info. !

Zwischenknoten in exponentiell wachsenden Abstanden.
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Finger-Informationen:

Fir jeden Knotenv undi D O;:::;m 1: .
v. nger TU Knoten, der zur im Uhrzeigersinn von X, C 2'
aus nachsten ID gehort.

Knoten u:

i: Xy C2: ngerTu

0 1 \Y;

1 2 v

2 4 u
Knoten v:

i: Xy C2: ngerTU

0 3 w

1 4 u

2 6 u
Knoten w:

i XwC2': nger TU

0 4 u
1 5 u
2 7 u
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L ookuP mit Finger-Infos:

Neue Datenstruktur fiir Knoten v:
Finger-Tabelle, v.succ D v. nger TOU v.pred.

FINDSUCCESSOR.S; y/:
Sei s Startknoten und t Vorgangerknoten vony.
Finde Finger von s, der Ziel t am nachsten

(Vereinfachung: Identi ziere IDs $ Knoten):
s. nger U s.ngerTm 2U s.ngerTn 1U

. | L :

|
I
s ty

Rekursiv weiter mit s VDs. nger TU

Knoten t wird irgendwann gefunden, da auch direkte
Nachfolger in Finger-Tabelle.

292



Lemma 4.4:

Sei ¢ > 0. Fur beliebige s und y gilt mit Wahrscheinlichkeit
mindestens 1 n € Uber die Wahl der Knoten-IDs:

Die Anzahl von Knoten, die FINDSUCCESSOR.S; Y/
kontaktieren muss, ist O.logn/ (bez.n!1 ).

Beweis: Notation wie auf der letzten Folie.
Sei s 6IX (sonst fertig).
Ersetzen von s durch f VDs. nger T zum Ziel t n&chster

Finger von s, halbiert mindestens die Entfernung:
f D s. nger TU

| —

s sC?2 t scC2c¢l

d.s;t/ Dd.s;f/Cd.f;t/, d.s;f/ 2, d.f;t/ 2')
d.s;t/=d.f;t/ Dd.s;f/=d.f;t/C1 2.
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Abstands-Halbierung )
Nach log n Schritten ist Abstand héchstens 2™=. Sei

Z VDAnzahl Knoten-IDs in diesem Intervall,

dann ist
n 2m
EZD— — D1
2m n
Chernoff ) Fir geeignete Konstante c°D c%c/ > 0 gilt:

Prfz c%gng Prfz EZ c%gn 1g n

Also auf dem ,Jetzten Wegabschnitt' noch O.logn/ Knoten,

diese schlimmstenfalls trivial in Einzelschritten Gberbricken.

Damit auch insgesamt O.log n/ Schritte und
ebensoviele Anfragen an Knoten.
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Folgerung 4.5:

Sei ¢ > 0. Fur jede LookuP-Operation ist mit Wskt.
mindestens 1 n © die bendtigte Anzahl Botschaften
O.lognl/.
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JOIN mit Finger-Infos:

JoIN.a/, a bereits aktiver Knoten:
Sei v neuer Knoten mit ID X, .
Initialisiere Finger-Tabelle von v.

Aktualisiere Finger-Tabelle von allen Knoten,
die v als Finger haben konnten.

Verlagere Schlussel aus . Xy pred; XyUnach v (wie gehabt).

Im Folgenden:
Realisierung mit O log®>n Botschaften
(m. h. W. Uber zufallige Wahl der IDs).
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INITFINGERTABLE . a; v/, a aktiver Knoten, v neu:

foriDO;:::;m 1: _
v. nger TU VIFINDSUCCESSOR a; Xy C 2' .
od.

Bei 2. log n/ Botschaften pro FINDSUCCESSOR
insgesamt 2. mlog n/ Botschaften.
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INITFINGERTABLE . a; v/, a aktiver Knoten, v neu:
foriDO;:::;m 1: _

v. nger TU VIFINDSUCCESSOR a; Xy C 2' .
od.

Bei 2. log n/ Botschaften pro FINDSUCCESSOR
insgesamt 2. mlog n/ Botschaften.

Zusatzlicher Trick:
Berechne und speichere im ersten Schritt
nur verschiedene Finger:

Falls X, C 211 v. nger TU dann
v.nger T C 1U Dv: nger TU

Spater: M. h.W. O.log n/ verschiedene Finger pro Knoten )
O log?n Botschaften fir Initialisierung.



UPDATEFINGERTABLES.V/, v neuer Knoten:
foriDO;:::;m 1:
u VDFINDSUCCESSOR V; Xy 2' .pred;
while Xy 2 Xy; Xy 211 Xy 2 ™Xy; Xu. nger 1d do
u. nger U VD,
u VDu.pred;
od
od.

298



UPDATEFINGERTABLES.V/, v neuer Knoten:
foriDO;:::;m 1:
u VDFINDSUCCESSOR V; Xy 2' .pred;
while Xy 2 Xy; Xy 211 Xy 2 ™Xy; Xu. nger 1d do
u. nger U VD,
u VDu.pred;
od
od.

Korrektheit:
Bedingungen fur v neuer i-ter Finger von u:
— Knoten u hat ID ,vor* oder gleich Xy 21
— Xy liegt ,vor* dem aktuellen Finger von u.
Schleifenkopf priuft genau diese Bedingungen.

Abbruch, sobald X, nicht mehr ,vor* aktuellem Finger
von u, da weitere Vorganger von u nur noch ,kleinere®
Finger haben kénnen.
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Im Folgenden: M.h.W. nur O log?n andere Finger-Tabellen
anzupassen. ) # Botschaften O log®n .

Lemma 4.6:

Sei ¢ > 0. Dann sind fur einen Knoten v mit Wskt.
mindestens 1 n € die erstenm .c C 1/logn Finger
gleich. Insbesondere hat er also hochstens .c C 1/lognC 1
verschiedene Finger.

Beweis: Zeige, dass m.h. W. die Finger
jDO0;1;:::;iVDm .c C1/logn alle gleich sind.

Es gilt:
v.nger DUD Dv:ngerTU ,
Intervall [Xy C 2%; X, C 21 enthalt keine Knoten-ID.
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Erinnerung: iD m .c C 1/logn.
Sei

Z VDAnzahl Knoten-IDs in Intervall [Xy C 2°; X, C 21
dann:

EZ — 2 Dpne

2m

Markoff:

Prfz 1g PrfZz n® EZg n &
Also hat Knoten mit Wskt. mindestens 1 n ¢ hochstens
.c C 1/ logn Finger.
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Lemma 4.7:

Sei ¢ > 0. Ein Knoten v ist mit Wskt. mindestens 1 2n ¢
Finger fur hochstens O log?n andere Knoten.

Beweis:
Es ist v i-ter Finger fir Knoten u genau dann, wenn

Xu C 2| 2 .lepred; Xvu
Zeige, dass dies m. h. W. fur nur wenige u eintritt:

Behauptung: Mit Wskt. mindestens 1 n ¢ gibt es nur
O.logn/ Knoten, die v als i-ten Finger haben.

Lemma 4.6,c ¢ C 1: Mit Wskt. mindestens 1 n € hat
jeder Knoten hochstens O.log n/ verschiedene Finger.

Damit insgesamt die Behauptung.
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Beweis der Behauptung:

Fixiere im Folgenden X, preq DVY und X, DVz mit
" VDz y und untersuche

PriXy C 2" 2 . Xy pred; XvUg DPrfX, C 2! 2 .y; zUg

Plan: Fir kleine ~ ist dies ebenfalls klein.
GrofRe " hinreichend unwahrscheinlich.

Unter Bedingung von festem X, preq¢ D Yy und Xy D z
mit- Dy z: Restliche n 2 Knoten-IDs unabhangig
gleichverteilt tber 2™ ° Werten au3erhalb von .y; zU

N

) PrfXy,C2 2 .y;zUg Do
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Fall , Intervall . Xy pred; Xv Uklein®:

m
Genauer sei dabei - % logn 27 DVb. Dann

i L. ) 2 logn
PrXuC22.y,zUD72m - 2mD -
Damit erwartete Anzahl u, die v als i-ten Finger haben,
hochstens log n und mit Chernoff-Argument hochstens

¢ log n mit Wahrscheinlichkeit mindestens 1 1=n¢".
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Fall ,Intervall .Xy preq; Xv Unicht klein®:

m

Dannist ' DXy XypedaDz y>bD % logn 27
Wahrscheinlichkeit, dass dies passiert?

Festes Intervall gehort nicht zu diesem Fall, wenn es
von anderer Knoten-1D getroffen wird. Wskt. daflr ist
=2M > ph=2M,

Sei Z Anzahl Knoten-IDs, die in Intervall liegen, dann ist

n 2 1 2Mn 41
EZ > Z logn — Zlogn
2m 2 9 n 4 9
und
_ 1
EZ=2 .
PrfZzDO0Og e T2

Also tritt Fall ,Intervall . Xy preq; XvUnicht klein“ hochstens
mit Wskt. n -"2/=8 gjn.
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Warum sind wir damit fertig?

R i i v R i L
ne¢ 1 1 n <@
mit
A VD,mehr als c®Jog n Knoten haben v als i-ten Finger*;
B VD, Intervall zwischen Knoten v und Vorganger ist klein“:

(Behauptung)
(Lemma 4.7)
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LEAVE analog zu JOIN (nur keine Initialisierung der

Finger-Tabelle).

Insgesamt (m. h. W. tlber Wahl der IDs):

Anzahl Schliissel pro Knoten:
Lokaler Platz fur Routing-Infos:
JOIN/LEAVE:

LOOKUP:

O.logn k=n/
O.logn/

O log®n Botschaften
O.log n/ Botschaften

In technischem Bericht:

Anzahl Schliissel pro Knoten:
Lokaler Platz fur Routing-Infos:
JOIN/LEAVE:

LOOKUP:

O.k=n/
O.logn/

O log?n Botschaften
0O.log n/ Botschaften
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Kritik an der Analyse:
Behandelt Operationen einzeln, will aber kleine
Fehlschlagswskt. fur Folgen von Operationen.

Idee fur aufgebohrte Version: Bendétigte Eigenschaften der
IDs vorab sicherstellen, z. B. kleine Abstande, nur damit
arbeiten. Haarigere Beweise.

Ideen in Originalarbeit:

Verwende beschrankte Unabhéangigkeit statt
vollig zufalliger IDs.

Benutze kryptographische Hashfunktionen. Hoffnung
auf ahnliches Verhalten wie mit Randomisierung durch
JKryptographische Standardannahmen".

Tatsachliche Implementierung benutzt SHA-1.
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Was noch fehlt (siehe Originalarbeit):

Gleichzeitig mehrere J OINS/LEAVES:

Neue Algorithmen notig, wahrend Stabilisierungsphase
evtl. nur direkte Vorganger und Nachfolger der Knoten.
Absicherung gegen Datenverlust:

Speichere jeden Schlissel r-fach, zusatzlich in den

.r 1/-nachsten Knoten nach urspringlichem.

Kann bei Ausfall zu Nachfolger weitergehen.
Absicherung gegen Verlust der Netzstruktur:

Speichere flr jeden Knoten zusatzlich die ersten s
Nachfolger.

Fur beide letzte Fallen kdnnen Ausfélle von benachbarten
Knoten wegen Hashing als unabhangig angesehen werden.
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5. Datenstromalgorithmen

Ubersicht;

5.1 Einleitung

5.2 Algorithmische Basistechniken
5.3 Sampling-Algorithmen

5.4 Hau gkeitsmomente

5.5 Metrische Einbettungen
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5.1 Einleitung

Einfuhrendes Beispiel: Internet-Traf c-Management

Aufgaben:
Entdeckung von Engpéssen (! Netzplanung);
Entdecken von Anomalien (! Sicherheit).
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5.1 Einleitung

Einfuhrendes Beispiel: Internet-Traf c-Management

Technische Einschr ankungen:
Datenstrom zu umfangreich fur komplette Speicherung.
Hohe Anzahl Datenpakte pro Zeiteinheit.
Daten nur einmal in nicht beein ussbarer Reihenfolge .
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Beispiele fir Anwendungsbereiche:

Telefonnetze: Verbindungsstatistiken (CDRs,
call detail records), ahnlich zu Internet-Beispiel;

Weblogs: Zugriffstatistiken auf Webserver !
Kundenverhalten, Angriffe;

Webcrawls: Zugriff von Indexer auf Crawl,
statistische Auswertungen;

SensorUberwachung: Wetterdaten,
Teilchenbeschleuniger am CERN.
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Anwendungen im Bereich Datenbanken:

Atypisch, auf den ersten Blick keine Datenstrome.
Aber verwandte Problemstellungen und
Datenstromstechniken auch hier einsetzbar.

Klassisch: Sampling, Histogramme bereits bei
Anfrageoptimierung (query optimization) eingesetzt,
z. B. fur Abschatzung der Join-Grole.

Gebiet der Datenstromalgorithmen liefert verfeinerte

Techniken fur die Zusammenfassung von Datenmengen.

Spater konkreter.
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Typische Probleme:

Siehe Liste am Anfang:

Probleme aus dem Bereich Statistik / Datenaggregation.

Eigenschaften:

Oft einfach im klasssischen Algorithmikszenario,
wo Ziel ,nur* Polynomialzeitalgorithmen.

Hier viel eingeschrankteres Modell:

Wollen Speicherplatz und Zeit pro Datenelement
(mindestens) sublinear in Datenstromlange.
Selbst Zahlprobleme nicht mehr trivial.
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5.1.1 Das Modell

De nition: 5.1: k-Runden-Datenstromalgorithmus
Algorithmus, der auf einer Registermaschine (RAM) lauft mit
Einweg-Nur-Lese-Eingabeband;
Eingabe darf hochstens k-mal in Worstcase-
Eingabereihenfolge gelesen werden;
Einweg-Nur-Schreibe-Ausgabeband.
Wenn mit dem Schreiben begonnen wurde, darf nicht
mehr gelesen werden.

Konvention: ,Datenstromalgorithmus®! k D 1.




Zu den verwendeten Registermaschinen:

CPU: Datentransfers, Springe, ganzzahlige Arithmetik
inklusive Multiplikation und (ganzzahlige) Division.

Wortlange der RAM Konstante, miss Komplexitat bitweise.

Z. B. Multiplikation von n-Bit-Zahlen O.nlognloglogn/,
nicht O.1/.

Modellierung mehrerer Ein- oder Ausgabestr  6me:
Explizit durch mehrere Bander.
Distributed Data Streams Model:
Eingabestrom ist Ergebnis ungeordneter Verschmelzung
mehrerer Strome (realistisch fur Anwendungen). Evtl.
Zugehorigkeit zu Quellstromen mitgeliefert.
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Entwurfsziele:

Datenstrom mit n Elementen aus Universum der Grof3e m:
Platz und Zeit pro Datenstromelement sublinear
in n und m, idealerweise sogar polylogarithmisch.
Rundenanzahl k Konstante.

Bemerkung:

Typischerweise Zeit pro Datenelement polynomiell in Gro3e
der internen Datenstruktur, dann Platzschranke !
Zeitschranke.
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Far viele Probleme:
Nur approximative Ergebnisse moéglich und
randomisierte Algorithmen bendtigt.

De nition 5.2:

Algorithmus berechnety 2 mit Approximationsfehler "
und Misserfolgswahrscheinlichkeit , falls fur (zufallige)
Algorithmusausgabe Y gilt:

PriiY yj>"yg
Kurz: ."; / -Approximation.

Gluck: Fur statistische Probleme exakte Ausgaben
typischerweise nicht so wichtig. Ideales Anwendungsfeld
fur ,ein bisschen schlunzerige* Algorithmen.
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High-Level-Sichtweise:

Verwalte Datenstruktur wahrend des Lesens des
Eingabstromes. Unterstiitze Operationen:

INITIALIZE:
Datenstruktur initialisieren, unabhangig von Eingabe.

UPDATE.X/, X 2 U:

Verarbeite frisch gelesenes Datenstromelement x,
aktualisiere Datenstruktur.

QUERY:
Ausgabe flr seit INITIALIZE / letztem QUERY
gelesenen Teil des Datenstroms.

Oft: Datenstruktur Skizze (Sketch).
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Online- vs. Of ine-Speicherplatz

Online-Speicherplatz:
Operationen INITIALIZE, UPDATE.
Speicherplatz fur interne Datenstruktur beim Lesen
des Eingabestroms.

Of ine-Speicherplatz:
Operation QUERY.
Speicherplatz fur Produzieren der Ausgabe. Eingabe daflr
ist Speicherinhalt der Online-Phase.

Ublicherweise stillschweigend nur Online-Speicherplatz.
Bei nicht ganz kleinen Platzschranken Of ine-Phase
ublicherweise einfach.
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5.1.2 Beispiel: Anzahl Elemente im Datenstrom

Problem A NZAHL ELEMENTE IM DATENSTROM:
Eingabe: Datenstrom mit Lange aus f0;:::; ng
Lange vorab unbekannt.

Aufgabe: Berechne n.

Triviale L 6sung: Zahler!
Platz und Zeit pro Element O.logn/.

Kann man das noch toppen?
Jedenfalls nicht deterministisch & exakt. . .
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Satz 5.3:

Fur beliebige k bendtigt jeder deterministische, exakte
k-Runden-Datenstromalgorithmus fir das Problem ANzAHL
ELEMENTE IM DATENSTROM mindestens Speicherplatz
dog.n C 1/e.

Beweis: Betrachte Datenstrome mit Lange aus f0;:::; ng
Idee: Algorithmus muss diese n C 1 Werte anhand des
Speicherinhalts am Ende unterscheiden kdnnen.

Annahme: Algorithmus benutzt héchstens

dog.nC 1/e 1 Bits.

Dann héchstens 2409-nCl/e 1 < 1 C 1 Speicherinhalte.

hat Algorithmus am Ende selben Speicherinhalt, Fehler!
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Erstaunlicherweise: Losung des Problems mit nur
O.loglog n/ erwartetem Speicherplatz existiert !
Randomisierung und Approximation benutzen.

Erste Idee:
Zahle jedes Element nur mit Wahrscheinlichkeit p 2 T0; 1U

Zahlerinhalt am Ende ist Zufallsvariable X, EX D np.
Benutze X=p als Ausgabe, dann E.X=p/ D n.

Nicht so toll:
Erwarteter Speicherplatz O.logn log.1=p//, aber
Wskt. fur relativen Fehler . 1="np/ durch positive
Konstante nach unten beschréankt (ohne Beweis —
benutze untere Schranke fur Auslauf von Binomial- bzw.
Normalverteilung).
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Ein echter Klassiker 16st das Problem:
Approximate Counting (Morris 1978).

Idee: Speichere Logarithmus des Zahlerstandes.

Genauer:
Verwalte Registerwertr 2 o, reprasentiert
Zahlerstand c.r/ D 2" 1.
c.0/ DOundc.1/ D 1. Gut!
Aber: Bei Erhohung i. A. kein passendes r® |
sodass c.r9 D c.r/ C 11?

Abhilfe:
Mit Wskt. p.r/, passend gewahlt: Registerwert
inkrementieren und c.r C 1/ darstellen.
Sonst r beibehalten und c.r/ darstellen.
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Wie p.r/ passend w ahlen?

S .
, c.rC ]}{ c.r/ (
| | |
cr/D2° 1 cr/C1lDZ2 crC1/D2C¢t 1
Waébhle
/D .
p.r/ c.rci1/ c.r/

Dann fur Zahlerstand R®nach Update:
ER°D p.r/ c.rC1/C.1 p.rilc.r/ Dc.r/ C1.
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Algorithmus A PPROXIMATE COUNTING:
Initialisierung:  r VDO.

Update: Seir aktueller Registerwert.
Wirf Minze mit Wskt. p.r/ fur ,Kopf*.
Falls ,Kopf‘, dannr VDr C 1.

Output: c.r/.

Implementierungsdetail: MUinzwurf mit Wskt. p.r/?
Beachte dazu, dass

1 1
.rl D D D 2",
P c.rCl/ c.r/ 2r¢l 1 2r 1

Faire Munze r-mal werfen; Ausgabe ,1“, wenn r-mal ,Kopf*;
sonst Ausgabe ,0". Zeit O.r/, Platz O.logr/.
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Satz 5.4:
Sei Ry, der Registerwert in APPROXIMATE COUNTING nach n
Schritten und C,, VDc. R, /. Dann ist EC, D n und fir alle
"> 0 qgilt:

1 1
22 7 n°
Der erwartete Speicherplatz und die erwartete Zeit pro
Element sind jeweils O.loglog n/. Im Worstcase sind
beide O.logn/.

PrijCh, nj>"n

Also ."; | -Apprximation fur Problem ANZAHL ELEMENTE.
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Beweis: Erwartungswert, Varianz, Tschebbyscheff".

Zeige, dass flur reprasentierten Zahlerstand Cy, gilt:
ECo,DnundV.C,/ D .1=2/n.n 1/.

Tschebbyscheff-Ungleichung allgemein fur
Zufallsvariable X, > 0.

. . V. X/
Pr jX EXj> >
Anwendung hier:
. . 1=2/n.n 1/ 1 1
PriCh nj>"n 2n2 D 52 1 o

wie gewunscht.

327



Erwartungswert: EsistCo D 0. Firn > 0:

X

rDO
wobei R, erwarteter Registerinhalt nach n-tem Schritt.
Bereits vorab gezeigt:
E.ChjRy 1Dr/Dc.r/C1:

Damit folgt per Induktion:

X0
E.C./ D .c.r/’Cl1/ PrfR, 1Drg DE.C, 1/C1 D n:
rDO
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Varianz: Esgilt V.Cn/ D E.C2/ .ECp/?.

Mit derselben Idee wie beim Erwartungswert erhalten wir:

X0
EC2 D EC2?R,1Dr PrfR, 1Drg

rDO
X
D p.ric.k C12C.1 p.rilcr/? PrfR, 1Drg
rDO
X
D p.r/ c.r C1/2 c.r/> Cc.r/?> PrfR, 1D rg
rDO

und aul3erdem gilt

X
EC?2, D c.or/? PriR, 1Drg
rDOo
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Also folgt

X
EC? EC2, D p.r/crCl? cr/?> PriR, 1 Drg

rDO
Es gilt (benutze die De nition p.r/ D 1=.c.rC1/ c.r//):

p.r/ c.rC1? c.r/?> Dcrcl/Cec.r/
AuRerdem istc.r C1/ D 2'¢! 1D 2c.r/ C 1, damit
p.r/ c.r C1/2 c.r/?> D3c.r/C1:

Einsetzen in obige Gleichung:

X

EC2 EC2, D .3cr/C1/ PriR, 1 Drg
rDO

D 3E.C, 1/C1D3n 1/C1

D 3n 2:
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Es folgt damit:

X0
EC2 DEC? EC3 D EC? EC?,
iD1
X 3 3
D 3i 2/ D En.nc:1/ 2n D En2 —n:
iD1

Varianz insgesamt:
2 2 32 1 2 1 .
V.Co/ D EC; .ECny/* D En En n“ D En.n 1/:

Also auch Varianz wie behauptet.
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Ressourcen:
Erinnerung: EC, D nund C, D c.R,/ D 2Rn 1,
Benotigter (Online-)Speicherplatz: Anzahl Bits fur

Registerwert, also dog.R, C 1/eD log.logC,C1/C1 .
Erwartungswert daftr?

Jensensche Ungleichung und Konvexitat von loglog.
(Erinnerung: f.EX/ E.f.X/I fur f konvex)
E.dog.R,C1/e/ D E log.log.C,C1/C1/
E.loglogC,/ C 2
loglog.E.Cpr// C 2 (Jensen)
D O.loglogn/:

Zeit pro Element linear in Platz, auRerdem (Voruberlegung)
Munzwiurfe kein Problem.
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Ergebnis noch nicht wirklich toll, nichttriviale
Fehlerschranke nur fiir relativen Fehler" > 1= 2 0:;71

Verbessertes Verfahren:

Reprasentierter Zahlerstand fur Registerwert r:
c®r/D.1=/ .1C /" 1, > 0 zuséatzlicher Parameter.
Hier bisher Spezialfall D 1.

Es gilt mit Beweis analog zu Fall D 1:
__q, 1

2"2 n '’
Speicherplatz O.log.1=/ C loglogn/.

PrjCh nj>"n

Damit ."; / -Approximation von ANZAHL ELEMENTE mit
Platz / Zeit pro Element O log.1="/ C log.1=/ Cloglogn .
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Of ine-Speicherplatz:

Einfacher Algorithmus, D 1:
Ausgabe c.r/ D 2" 1.

Algorithmus: Schreibe r Einsen auf das Ausgabeband.

Platz wie bereits fur Onlinephase berechnet.

Verbesserter Algorithmus, beliebig:
c.r/D.1=/ ..1C /" 1/,

Arithmetik auf Zahlen der Lange O.logn/,
Platz poly.loglog n/.
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5.2 Algorithmische Basistechniken

5.2.1 Fakten zu endlichen K 6rpern

Korper pr, p Primzahl — zwei Darstellungen der Elemente:
Vektoren in [ (gut fur Addition).

Polynome mit Koef zienten aus p, rechnen
modulo irreduziblem Polynom vom Grad r
(gut fur Multiplikation).

Proposition 5.5:

Sei n D p', p Primzahl. Kérperoperationen in , mit
Schulmethoden, falls irreduzibles Polynom gegeben:

Speicherplatz: O.r logp/ D O.logn/;
Zeit fur Addition: O.rlogp/ D O.logn/;
Zeit fur Multiplikation: O r2log?p D O log?n .
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Bemerkung:
Mit schnellstem bekannten Multiplizierer fur
Zeit O.nlognloglogn/.

AuRRerdem:

Satz 5.6:

Furr 2 und p Primzahl: Las-Vegas-Algorithmus, der in
erwarteter Polynomialzeit in r und p irreduzibles Polynom
vom Grad r uber , berechnet.
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5.2.2 Universelles Hashing

Dictionaries mit Operationen INSERT, DELETE, SEARCH.
Realisierung als Hashtabelle mit verketteten Listen
(,offenes Hashing"):

bildet Schlissel aus Universum U auf Tabellenindizes
in M ab. Dabei jUj j Mj (Ublicherweise jUj | Mj).

Ubliche Analyse (z. B. DAP2):

Schlissel zufallig und werden von h gleichverteilt

auf M abgebildet (ideales Hashing).

Erwartete Listenlange O.1 C n=m/ bei n Schlisseln.
Problematisch: Annahme uber zufallige Schlisselverteilung.
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Idee (Carter, Wegman 1979):
Zufallige Wahl der Hashfunktion bei
Initialisierung der Tabelle (vgl. Min-Hashing).

Zufallige Funktion aus Menge aller Funktionen U ! M:
Zu viele Bits fur Beschreibung und Auswahl per Zufall.

Abhilfe:

Hashfunktion aus kleinerer Klasse von Funktionen,

im Folgenden Hashklasse, die wichtigste Eigenschaften
der Gleichverteilung tber alle Funktionen ,rettet".

Hash-Analysen ! Vermeidung von Kollisionen
entscheidend, folgende Eigenschaft ausreichend. ..
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De nition 5.7:
Klasse H von Funktionen U ! M, jMj D m, heif3t
universelle Hashklasse, falls fur alle x; x°2 U mit x 6Dx gilt:

if hjh.x/ D h.x%gj 1
Pronfh.x/ D h.x%g D il
I'2H x/ X/g jHj m

Also:

Fur verschiedene Schlissel Wahrscheinlichkeit fur Kollision
der Hashwerte fir zufélliges h 2 H hdchstens so grol3 wie
bei zufalligem h aus allen Funktionen U ! M.

Kann zeigen: Erwartete Listenlange wieder O.1 C n=m/,
aber jetzt Erwartungswert Uber Hashfunktionsauswahl.
Keine Worstcase-Schlisselmengen mehr!
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Starkere Variante der Universalitat von Hashklassen:

De nition 5.8:

Klasse H von Funktionen U ! M, jMj D m, heif3t k-fach
unabhangige Hashklasse, k 2, falls fur alle paarweise

verschiedenen xp;:::; Xk 2 U und beliebige y1;:::;yk 2 M
gilt:
1
Prhop fh.xe/ D ys;:::;hoxe/ Dykg D —.

unabhangige, tber den m mdglichen Werten gleichverteilte
Zufallsvariablen.

Beobachtung:
H k-fach unabhéangig, k 2) H universell.




Fur Konstruktion von Hashklassen wichtig:

Proposition 5.9:

Sei H k-fach unabhangige Hashklasse mit Funktionen

U! A.Seil f 1;:::; gundH, Hashklasse, die die
Funktionen enthalt, die durch Projektion von Funktion in H
auf die Komponenten in | entstehen. Dann ist auch H k-fach
unabhangig.

v

Beweisidee: Summiere Wsktn. Gber alle moglichen
Erganzungen der Projektionen auf.

341



Beispiel — Polynomielle K Orperklasse:

FUr n Primzahlpotenz, k 2 : Die polynomielle Korperklasse
H .k enthalt fur beliebige ag;:::;ax 1 2 n Hashfunktionen

.....

1 .
Prhon n;kfh.X]_/ D y1;:::; h.xg/ D ykg DjH i Dj n K,

Mit Ausschneiden von Koordinaten (Proposition 5.9) auch
abgeleitete Hashklassen mit kleinerem Zielbereich.
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Polynomielle K oOrperklasse (Forts.):

Ressourcenverbrauch:  Betrachte H ..
Anzahl Bits fur Spezi kation von Hashfunktion:
k Zahlenaus ! O.klogn/ Bits.
Auswertung: Benutze Hornerschema:
K1
h.x/ D ajx'
iDO

D. .a 1XxCag o/xCax 3/ Cai/xCag:

Dann je k 1 Korper-Additionen und -Multiplikationen.
Platz O.logn C log k/ und Zeit O.k log n polylog n/
(mit asymptotisch schnellstem Multiplizierer).
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Beschr ankte Unabh angigkeit

In Anwendungen bei Datenstromen hau g ben 6tigt:
Zufallsbitvektor mit Lange linear in der Eingabelange.
Aufwendig zu erzeugen (Ressource Zufall) und
(schlimmer) abzuspeichern.

Wichtiges Szenario:
Betrachte Anwendungen, wo nicht alle Bits unabhangig

sein mussen, sondern nur jeweils k D O.1/ ausgewahlte.

Dann ,fast zuféallige* Vektoren der Lange n mit dieser
beschrankten Unabhangigkeit, die aus nur O.logn/
~echt zufalligen® Bits generiert werden.

Im Prinzip Pseudozufallszahlengeneratoren mit sehr
eingeschrankter ,Gltegarantie” fir die Ausgabe.
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Zunachst allgemeinere De nition:

De nition 5.10:

1
D PrfXi, D y10 PrfX; D yxg D W:
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Konstruktion:

Benutze k-fach unabhangige Hashklasse mit Funktionen
U! M,UDfxy;:::; Xpg Dann fur zufalliges h 2 U:
X1 VDh.x1/;::: X, VDh.xn/ k-fach unabhangig.

Speziell fur n-Bit-Zufallsvektoren und

polynomielle Korperklasse:
Wahle N VD2" n moglichst klein, x1;:::;Xn 2 N.
Xy VDh.x1/;:::5 Xp VDh.xp/ 2 D 5
Benutze jeweils z. B. das erste Bit dieser Vektoren.
(Funktioniert wg. Proposition 5.9.)

Kann auch alle Bits der Hashwerte benutzen, maximal
insgesamt rN D 2. nlogn/ (jedes einzelne X; ist gleich-
verteilt Gber % und damit seine Komponenten vollstandig
unabhangig).
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Allgemeinere Formulierung fur spatere Anwendungen:

Satz 5.11:
SeiN D 2" n,irreduzibles Polynom Giber , vom Grad r
gegeben. Es gibt Funktionen f1;:::; faV 'g I, sodass

AuRRerdem lasst sich fiur festes S jedes X; auf Platz
O.logk C logn/ und in Zeit O.k log n polylog n/ berechnen.

v

Spezialfall k D O.1/:

Zufallig gleichverteilter Startbitvektor S der Lange O.log n/
ausreichend, um n Pseudozufallsbits mit k-facher
Unabhangigkeit zu erzeugen.



5.2.3 Probability-Ampli cation

Bei randomisiertem Algorithmus fir Enscheidungsproblem
mit Zeit T, Fehlerwahrscheinlichkeit > O:

k unabhéngige Wiederholungen !
Fehlerwahrscheinlichkeit ¢, ¢ > 0 Konstante; Zeitk T.

Bei Datenstromalgorithmus:
k Wiederholungen ! k parallele Kopien des Algorithmus:
Speicherplatz S! Speicherplatz k S.
Typischerweise also k D O.1/.
Wie genau reduzieren sich
relativer Fehler, Fehlschlagswahrscheinlichkeit?
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Relativer Fehler:

Oft Analyse nach dem Schema
~Erwartungswert, Varianz, Tschebyscheff".

Dann hilfreich:

Proposition 5.12:

vonY und ¥ VD.Y;C C Yi/=k.DanngiltV.¥/ D V.Y /=k.

Beweis durch einfache Rechnung.

Kombination mit Tschebyscheff: k Kopien erlauben !
Senkung des relativen Fehlers um 1=k (nicht so toll).
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Fehlschlagswahrscheinlichkeit:

Idee: Benutze Median von mehreren unabhangigen Kopien.
Sicherheitshalber zur Erinnerung:

De nition 5.13:
Seien X1 Xk 2 und Xy X . g/ fur geeignete
Permutation . Dann Ele niere Median von X1;:::; Xk durch
X =2/ k ungerade;
medixg 2 X VD kC1/=2/ g

5 X. k=21 CX k=cy ; k gerade.
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Satz 5.14:
Sei"> 0,0 < 1=2und sei Y eine ."; / -Approximation
von y. Fur beliebige mit0o< © gibt es dann ein ¢ > 0,

", 9-Approximation von y darstellt.

Also explizit:
PriiY yi  "lyig boPriiY yi tlyig
Beachte:
k Kopien! Fehlschlagswahrscheinlichkeit 2 CQ‘, c> 0.
Relativer Fehler andert sich nicht.

351



Beweisskizze:

De niere
ZiVDTN; vyj>"jyjyiD1;:::;k,und
ZVDzZ1C C Z, dann EZ K.

Aufgrund der Beobachtung:
Prfi®¢ yj>"jyijg PrfZz k=2g
Prfz EzZ .1=2 /kg
Rest: Anwendung von Chernoff und Rechnung.
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5.3 Sampling-Algorithmen

Vorgehensweise in der Statistik:

Gesamtheit von Werten durch kleine, moglichst
reprasentative Stichprobe darstellen.

(Vgl. z. B. Hochrechnungen fur Wahlergebnisse.)

Ziele: EY vy, mithoher Wskt. Y .
Schéatzer Y mit EY D y heil3t erwartungstreu.
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Sampling-Algorithmen (informelle De nition):

Algorithmus hat Zugriff auf Eingabe a D .a1;:::; an/ nur
Uber Blackbox (Orakel): Stellt Anfrage nach Index
i 2f1;:::; ng bekommt a;. Modul QUERY.a; i/.

Nicht-adaptiv:
— Bestimme SamplegrofRe s und Sample-Indizes

i1; 11, is vorab, ohne Blackbox-Befragung.
— Dann QUERY.a;i1/;:::; QUERY.a,ls/.
Adaptiv:

Stichprobengrdl3e s und im j-ten Schritt gewahlter
Anfrage-Index ij kann von vorherigen Anfrage-
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mit randomisiertem Algorithmus.

Beachte:

De nition erlaubt auch Algorithmen, die komplette Eingabe
lesen (s D n) und diese dann mit beliebigem randomisierten
Algorithmus verarbeiten, also sehr allgemein. Interessante
Sampling-Algorithmen haben Stichprobengrofe s < n.

Fir formalere De nition siehe Skript. Fur untere Schrank en
oft glinstig: Sichtweise als Entscheidungsbaum.

355



Sampling-Algorithmen versus
Datenstromalgorithmen:

Sampling-Algorithmen haben im Allgemeinen wabhlfreien
Zugriff auf Eingabe, Datenstromalgorithmen nicht.
Datenstromalgorithmen lesen Ublicherweise gesamte
Eingabe, Sampling-Algorithmen nicht.

Kann aber spezielle Sampling-Algorithmen auch im
Datenstromszenario realisieren.
Zwei wichtige Basismodule fur Indexauswabhl:
Ziehen (gemal} Gleichverteilung) mit Zuriicklegen;
Ziehen (gemal Gleichverteilung) ohne Zurlcklegen.
Dies aber bei vorab unbekannter Datenstromlange!?
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Reservoir-Sampling (Vitter 1985):

Problem Z IEHEN OHNE ZURUCKLEGEN:
Eingabe: Datenstrom der Lange n.
Aufgabe: Wabhle gleichverteilt zuféllig s-elementige

Elemente in Datenstrom aus.

Idee:
Verwalte wahrend des Lesens ,Reservoir‘ mit
Stichprobenelementen rTLY: : :; r'BY glltige
Stichprobe fir bisherigen Teil des Datenstroms.
Bei Ankunft des .t C 1/-ten Elementes:
Aufnehmen mit Wskt. ', ='S* Ds=tC 1/,
verwerfen sonst.
Bei Aufnahme: Zuféllig gleichverteiltes altes Element
aus Stichprobe verdrangen.
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Im Folgenden Eingabe aj;:::; ap mitn s (sonst trivial).

Algorithmus R ESERVOIR-SAMPLING OHNE ZURUCKLEGEN:

Initialisierung:  rTLU V@4l ::: I r'BU VRg; t VDs.
Update:

Seit s und a;cy das nachste gelesene Datenelement.

ifi sthen rTU VRicy ;
t VDt C 1.

Ausgabe: rTLY:::; rBU
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Satz 5.15:
Die vom Reservoir-Sampling-Algorithmus gewahlten
Stichprobenindizes stellen eine zuféllig gleichverteilte,

aus einem Universum der Grof3e u ist der benotigte
Speicherplatz O.logn C slogu/. Die Zeit pro Element
ist O.logn C logu/.

Beweis: Induktion Gbert s. Induktionsanfangt D s klar.
Induktionsschrittt ! t C 1:

Sei ,Ersatz* das Zufallsereignis, dass das Element a;c1 in
die Stichprobe aufgenommen wird. Dann:

Prf Ersatzg Ds=.t C 1/.
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Seil f 1;:::;tC1gjljD s.

1. Fal,btC162:
Prfl D Xic1g D Prfl D X;g Prf: Ersatzg
1 S 1 tC1l s 1
b— 1 — D — — —
¢ tC1 ¢ tC1 tC1
S S S
2. Fal,tC121.

Fir i 62 sei ,Ersatz voni 2 X;" das Ereignis, dassi 2 X; ist
und das Element i bei)zn Update geldscht wird. Dann:

Prfl D Xic1g9 D Pril ftClg[figDX;
1 t;i6e Prf Ersatz voni 2 X; g
X 1 1 s 1 1 1
D — - —Db.t sCl/ — —D ——:
ot s tC1 t tCc1  tc1
1i t;i62 s S S

Rest der Behauptung klar.
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Algorithmus R ESERVOIR-SAMPLING MIT ZURUCKLEGEN:
Initialisierung:
Wabhle rTLY: : :; rBUauf triviale Weise, setze t VDs.
Update:
Seit s und aicy das nachste gelesene Datenelement.
for i VD1 to s do
ersetze rTUdurch a;c1 mit Wahrscheinlichkeit 1=.t C 1/
od;
t VDt C 1,
Ausgabe: rTIY:::;rBU

Korrektheit folgt direkt aus Analyse fur
-Reservoir-Sampling ohne Zurticklegen® fur den Fall s D 1.
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5.4 Hau gkeitsmomente

De nition 5.16:

absolute Hau gkeit des Wertes u;ina. Furk 2 ,k 0,

de niere

xn
Fe.a/ VD  fi.a/k; k-tes Hau gkeitsmoment von a ;

iD1
Konvention dabei: 0° D 0. AuRerdem:
F1 .a/ VD max fi.al:
1 i m

Lasse aulerdem a weg, falls klar aus Kontext.
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Spezialf alle:
P
Fi.a/ D [p,fi.a/ D n,
Anzahl aIISr Elemente im Datenstrom.
Fo.a/ D },T.a/ 6D0Y
Anzahl verschiedener Elemente im Datenstrom.

Minimale und maximale Werte:
Fir k 1. Sei” VDminfm; ng dann

k
n
—_— Fk n".

Fiur k < 1: Umgekehrte Richtung der Ungleichungen.
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Motivation allgemein:

Einfachste Variante von Norm / Abstandsproblemen (spater).

Fo: Natirliches Problem in realen Anfragen, z.B.:

— Verschiedene Quell-IPs in festem Zeitintervall?

— Verschiedene (normalisierte) URLs in Webcrawl?

— Verschiedene Werte fir Attribut in Datenbank-Relation?
F1: D.h. Lange des bisher gesehenen Stroms —
elementarer Parameter, Motivation Klar.

Fo: Spezialfall L,-Norm, Self-Join-Grof3e (gleich).

F3: Schiefe (skewness) der Eingabewerteverteilung,

Mal3 fur Abweichung von der Gleichverteilung.

Restliche k? Groltenteils der Vollstandigkeit halber
(will derart elementares Problem restlos verstehen).
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Algorithmen flr H &u gkeitsmomente:

Naive L dsung:

Benutze m Zahler, um absolute Hau gkeiten zu ermitteln.
Danach vollstandige Werteverteilung und Fy fur alle k
exakt berechenbar.

9
=

maximal n
HO T

123 m

Speicherplatz 2. m logn/
(bzw. 2. m loglog n/ mit Approximate-Counting). :—(
(Z.B. m D 2128 firr IPv6-Adressraum. . .)
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Was man tats achlich erreichen kann:

Alles fur Datenstromalgorithmen, die ."; / -Approximation
fur Konstanten "; berechnen.

Ressourcen fur Datenstromalgorithmus:

Fo: S; T D O.logm/
Fi: S; T D O.loglogn/ (Abschnitt 5.1)
Fo: S D O.logmC logn/,
T D O.logm polylogm C log n/ (Abschnitt 5.4.2)
Fr,k>2:|SDO 1 2X polylog.m;n/ ,

T D polylog.m;n/, = D minfm; ng

Speicherplatz beweisbar asymptotisch optimal.

366



Datenbank-Motivation:

Operationen fur Relationen R; S (Tabellen mit Tupeln):

Selektion, p.R/:

Liefere alle Tupel in Relation R, die Bedingung P erfullen.
Join, Rmp S:

Liefere alle Elemente in R S, die Bedingung P erfllen.

Beispiel in SQL-Syntax:

SELECT =
FROM R, S
WHERE R.A = S.A AND f(B) = vy

Dabei Attribut A in R; S und Attribut B in S.
Formal: f.B/Dy- Rmo R:ADS:A S/.
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Datenbank-Motivation (Forts.):

Anfrageoptimierung ( query optimization ):
Ausfuhrungsreihenfolge von Operatoren maglichst ef zient.
Joins teuer, quadratischer Worstcase !

moglichst vorher Datenreduktion.

Wichtiges Hilfsmittel: Kostenabschatzung fiir Operationen,
insbesondere Selektivitatsabschatzung.

Traditionell:
Einsatz von Sampling, Histogrammen
(grobe Werteverteilung fur Attribut in Relation).
Heuristische Schéatzregeln, basierend auf
Gleichverteilungsannahmen.
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Datenbank-Motivation (Forts.):

Beispiele flir Fp-Anwendung:

Heuristische Regel fur Abschatzung von Join-GroR3e:

Alle A-Werte von R auch in S, jeder gleich oft. Dann:
JR® r:aDs:A S]DjR] jSj=F0.S:A/.

Entscheidung tber Auswertungsreihenfolge:

Betrachte folgendes Szenario:
— Nur 10 % der A-Werte von R seien auch in S, d. h.

bei Join R g-aps:a S nur 10 % der S-Tupel beteiligt.
— Nur 10 % der B-Werte von S sollen f.B/ D y erfullen.

— Auswertung von f sei sehr aufwendig.
Falls Fo.S:B/ klein, dann zuerst Selektion, sonst Join.
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Datenbank-Motivation (Forts.):

Beispiel flir F,-Anwendung:
F2.R:A/ D R r:apr:A Rj, Self-Join von R.
Abschatzung beliebiger Joins:

. . 1
JR® r.ADS:A Sj E.FZ.R:A/CFZ.S:A//:

Beweis: Absolute Hau gkeiten von A-Wertenin R und S

seien X1;:::; Xm bzw. y1;:::; Yym. Dann:
X1 X1
JR® r:Aps:A Sj D XiYi 5 x? Cy?
iD1 iD1

1
D E.FZ.R:A/ C F,.S:A/ll

Spater: Skizzen fur Relationen, mit denen Join-GroRRen
mit beliebig kleinem Fehler approximierbar.
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5.4.1 Sampling-Algorithmen fir Fq

Seit langem in der Statistik untersucht, z. B.:
Stichprobe von Insekten aus dem Regenwald ziehen,
Schatzung fur Gesamtanzahl der Spezies?

Schatzer D flr Fo:

Anzahl verschiedener Elemente in Stichprobe, die durch
,Ziehen ohne Zurlcklegen® bestimmt.

Da leichter analysierbar, approximiere dies durch Stichprobe
gemal ,Ziehen mit Zuriicklegen® — okay, falls Fo grof3.

Beobachtung: D Fo.
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Fehler von Sch atzer D:

f.
Wahrscheinlichkeit fur Element i 2 U: ﬁl DVp;:

Wahrscheinlichkeit, dass i 2 U in Stichprobe der Grol3e s:

1 .1 pi/S.

in der Eingabe. Dann:
X 1
ED D 1 .1 pi/®* Dd 1 q
iD1 iD1
Will: Summe moglichst klein.

1 pi/S .
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Fehler von Sch atzer D (Forts.):

1
Hatten: F E.D/Dd 1 q 1 pil® .

iD1
1. Fall: Bestcase, maximaler Wert fur ED.

Wird erreicht fur Gleichverteilung:

Nebenbedinung p; C C pg D 1, Summe minimieren !
p1 D D pg D 1=d. Dann:
1 s
EDDd 1 1 q

fird!1 undsD O.d/.

Wahle s m oder bessers mlogm, dann okay.
(Vgl. ,Coupon-Collectors-Theorem*, Vorlesung
,Randomisierte Algorithmen*.)

Dd 1 e 9.1 o.1/ :
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Fehler von Sch atzer D (Forts.):

1

Hatten: Fp EDDd 1 d 1 pil® .
iD1

2. Fall: Worstcase, minimaler Wert fir ED.

ZB.furpprD Dpg 1D1=n,pgD1 .d 1/=n.Dann:

1 1s 1 d 1s
EDDd 1 1 - 1 - — :
d n d n
Mit Hilfe der Bernoulli-Ungleichung ergibt sich:
e d 1 1 - S pddc1 S
d n n n

Firn!l undsDo.n/istdies1C o.d/.

Fazit: Algorithmus bendtigt StichprobengroRe «. n/. :—(
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Bemerkung:
Es gibt einen Schatzer Dccyn flr Fo, der basierend auf
Stichproben der GroRe O "?n folgende Art
von Fehlergarantie erreicht:
" E.Dcown/=Fo 1=
wobei 0 <" 1. (Charikar u.a. 2000)
Beziglich der Stichprobengrof3e asymptotisch optimal:

Satz 5.17 (Charikar u. a. 2000, Bar-Yossef u. a. 2001):

Sei0<" 1mit"D1=. n/und0 < 1:p 2. Sei B
die Ausgabe eines Sampling-Algorithmus fiir Fg (der auch
adaptiv sein darf) mit durch s beschrankter Stichproben-
groRe. Dabei erfiille By mit Wahrscheinlichkeit mindestens
1 die Fehlergarantie* D=Fy 1=". Dann gilt

sDe "?log.1=/n .
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Ausfuhrlicher Beweis hier nicht. Stattdessen:

Beweisskizze:
Sei beliebiger Sampling-Algorithmus mit
Worstcase-StichprobengrofR3e s gegeben.

Betrachte Verhalten auf zwei Mengen von Eingaben:

X DL Ys

Y D f bel. Permuationen von .-, % 2;3;:::,mlg
Fiurx 2 Xundy 2 Y gilt:
Fo.x/ D 1, Fo.y/ D m.

Algorithmus muss X- und Y -Eingaben unterscheiden
kdnnen, andererseits enthalten nicht ganz grol3e
Stichproben von Y -Eingaben m. h. W. nur 1'en.
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Etwas genauer:

Sei Y Ausgabe-Zufallsvariable des Sampling-Algorithmus.

Falls Fehlergarantie erfullt:

z2X ) " Y.z/ 1="

z2Yy ) " Y.z/=m 1="
Fir m > 1="2 beide Félle unterscheidbar anhand von Y.
Fehlergarantie mit Wskt. mindestens 1 erfullt.
Sampling-Algorithmus kann daher X-/Y -Eingaben mit
Wskt. mindestens 1 unterscheiden.
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Betrachte nun zuféllige Eingaben fir Sampling-Algorithmus:
Ziehe Vektor zufallig gleichverteilt aus X bzw. Y.

Extrahiere s Komponenten aus Vektor gemafl Anfragen
des Algorithmus.

Liefert Stichproben Sy ; Sy 2f1;:::; mg.

Sampling-Algorithmus liefert Entscheidungsalgorithmus A
mit PrfA.Sx/ D 1g 1 und PrfA.Sy/ D 1g

Zeige, dass A.Sx/; A.Sy/ ,grol3en” (Totalvariations-)
Abstand haben missen wg. Fehlerschranke.

Zeige, dass Abstand von A.Sx/; A.Sy/ nach oben
beschrankt durch Abstand von Sy ; Sy (intuitiv Klar).

Zeige andererseits, dass Abstand von Sy; Sy ,klein®
fur kleine* Stichproben.
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5.4.2 Sketching-Algorithmus fir F>

Sketching-Algorithmus: Datenstromalgorithmus, der
komplette Eingabe liest, zur Unterscheidung von
Sampling-Algorithmen (nur informeller Begriff).

Arbeit: Alon, Mathias, Szegedy (1996).

Idee flir F»-Algorithmus:

Randomisierte Projektionen. Bereits bei SimHash gesehen.
Allgemein:

Datenvektor aus ,hochdimensionalem* Raum d

multiplizieren mit zufélliger k  d-Matrix.

Liefert komprimierten Vektor in

Lhiedrigdimensionalem Raum®

Sicherstellen, dass Norm approximativ erhalten bleibt.
Spater mehr dazu. Hier spezielle Variante fur k D 1.

k O
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F,-Algorithmus idealisiert:

gewahlt. Dann berechne randomisierte Projektion

X
f 70 hf:;ZiD  f; Z; DVX:

iD1
Ausgabe Y VDX?2.
Das ist alles!
Tatsachlich ist EY D F,. Spater: Relativer Fehler hochstens
300 % mit Wahrscheinlichkeit mindestens 7=9 > 1=2.
Probability-Ampli cation ! ."; / -Approximation.
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Bevor wir das beweisen:
Ef ziente Realisierung des  F»-Algorithmus:

Wie kommen wir an die absoluten Hau gkeiten?
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Bevor wir das beweisen:
Ef ziente Realisierung des  F»-Algorithmus:

Wie kommen wir an die absoluten Hau gkeiten?

Antwort: Gar nicht. Addiere fur jedes neue Elementj 2 U
zugehoriges Z; zur Gesamtsumme. Dann am Ende fur alle
Vorkommen von j Gesamtbeitrag f; Z;.
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Bevor wir das beweisen:
Ef ziente Realisierung des  F»-Algorithmus:

Wie kommen wir an die absoluten Hau gkeiten?

Antwort: Gar nicht. Addiere fur jedes neue Elementj 2 U
zugehoriges Z; zur Gesamtsumme. Dann am Ende fur alle
Vorkommen von j Gesamtbeitrag f; Z;.

Dann brauchen wir aber einen Zufallsvektor Z 2 f 1;1dg"
und wahlfreien Zugriff darauf.
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Bevor wir das beweisen:
Ef ziente Realisierung des  F»-Algorithmus:

Wie kommen wir an die absoluten Hau gkeiten?

Antwort: Gar nicht. Addiere fur jedes neue Elementj 2 U
zugehoriges Z; zur Gesamtsumme. Dann am Ende fur alle
Vorkommen von j Gesamtbeitrag f; Z;.

Dann brauchen wir aber einen Zufallsvektor Z 2 f 1;1dg"
und wahlfreien Zugriff darauf.

Antwort: Problem haben wir schon in Abschnitt 5.2 geldst.

Hier reicht namlich (Analyse) Z mit 4-fach unabhangigen
Komponenten.
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Ef ziente Realisierung des  F»-Algorithmus (Forts.):

Basierend auf der polynomiellen Kdrperklasse mit
Polynomen vom Grad 3 liefert Satz 5.11 folgendes

Verfahren fir Generierung von Zufallsvektor Z 2 f 1; 1d™

Wiahle S 2 f0; 1g, ° D dog me zuféllig gleichverteilt und
irreduzibles Polynom tUber , vom Grad ".

Kann beides mit O.log m/ Bits abspeichern.

Funktionen kdnnen auf Platz O.log m/ Platz und in Zeit
O.logm polylog m/ ausgewertet werden.
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Algorithmus R ANDPROJECT fur Fj:

Intialisierung:
Fur* VDdogmewahle S 2 f0; 1g zuféllig gleichverteilt
und wahle irreduzibles Polynom tber , vom Grad ".
Setze x VDO.

Update flr a 2 U:
X VDx C h,.S/.

Ausgabe:
y D x2.
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Satz 5.18:

Seien"; > 0.Dann liefernr D 2 .1="%/log.1=/ Kopien
des Algorithmus RANDPROJECT eine ."; / -Approximation
von F». Dies stellt 1-Runden-Datenstromalgorithmus dar
mit Speicherplatz O r.logm C logn/ und Zeit pro Update
O r.log m polyloglogm C logn/ .

Beweis:

Ressourcen: Klar mit Vorbetrachtungen.
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Erwartungswert:

xn 2

EY DE X? DE fi Z;

Xn
D f2 E.
iD1

D Fo:

iD1
X

2/ C 2 f;

}
1

1i<j m

s

D .EZi/.EZ;/ DO
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Varianz: V.Y/ D E.Y2/ .EY/?,alsoE Y2 ausrechnen.

E.Zy,Zi,Zi,Z;,/ D 0, falls mindestens ein Wert unter den
Indizes iq; ip; i3; i4 genau einmal vorkommt.

Damit:

xn 4
EY2 DE fiZi

iD1
xn 4 X
D f'EZ'C ) 47 E 27z7
iD1 1 i<j m
xo X
D f'Cé fofr:

iD1 1 i<j m

386



N X
Hatten: E Y2 D f'C 6 f2f7.

iD1 1 i<j m
AulRerdem:

Xn X
EY? D FZ D ffC2 ffr:

iD1 1i<j m
Damit:
X
V.Y/ D EY? .EY/?D 4 47 2F5:
1i<j m

Tschebyscheff liefert:

2 .

Ea

z.B." D 3! Fehlschlagswahrscheinlichkeit hochstens 2=9.

PrijY Fz) " Fag

Probability-Ampli cation mit r D 2 .1="%/log.1=/ Kopien
des Schatzers Y liefert."; / -Approximation von F.
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5.4.3 Sketching-Algorithmen fur  Fy

Hierk 2 ,k 1 (k D 1 der Vollstandigkeit halber).

Erste Idee fur Algorithmus:

Will naive L6sung mit m Z&hlern verbessern:

mit nur einem Zahler exakt absolute Hau gkeit fy.

388



5.4.3 Sketching-Algorithmen fur  Fy

Hierk 2 ,k 1 (k D 1 der Vollstandigkeit halber).

Erste Idee flur Algorithmus:

Will naive L6sung mit m Z&hlern verbessern:
Ermittle fur X 2 f1;:::; mgzufallig gleichverteilt
mit nur einem Zahler exakt absolute Hau gkeit fx.

Dann:

Xn
E.m f$/Dm f>'g Xle PriX,D i fikDFk:

iD1 D flk D 1=rn iD1
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5.4.3 Sketching-Algorithmen fur  Fy

Hierk 2 ,k 1 (k D 1 der Vollstandigkeit halber).

Erste Idee flur Algorithmus:

Will naive L6sung mit m Z&hlern verbessern:

mit nur einem Zahler exakt absolute Hau gkeit fy.
Dann:

E.m f§/Dm X IEfJéjXDif Frf){Di?Dxn KD Fy:
. . | ;
iD1 _D{ka_ Flzer iD1

Fein, ein erwartungstreuer Schatzer!
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5.4.3 Sketching-Algorithmen fur  Fy

Hierk 2 ,k 1 (k D 1 der Vollstandigkeit halber).

Erste Idee flur Algorithmus:

Will naive L6sung mit m Z&hlern verbessern:

mit nur einem Zahler exakt absolute Hau gkeit fy.
Dann:

E.m f§/Dm X IEfJéjXDif Frf){Di?Dxn KD Fy:
. . | ;
iD1 _D{ka_ Flzer iD1

Fein, ein erwartungstreuer Schatzer!

Mit Wskt. 1 1=m relativer Fehler 100 %. :—(
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Zweiter Versuch:

Gleichverteilte Wahl des gezahlten Elementes trotz evtl.
ungleichmalig verteilten Hau gkeiten schlecht. Will:
Proportional zu Hau gkeit w ahlen.
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Zweiter Versuch:

Gleichverteilte Wahl des gezahlten Elementes trotz evtl.
ungleichmalig verteilten Hau gkeiten schlecht. Will:
Proportional zu Hau gkeit w ahlen.

Das geht sogar:

zufallig gleichverteilt und zahle Vorkommen des Wertes ax
im Gesamtstrom.

ng
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Zweiter Versuch:

Gleichverteilte Wahl des gezahlten Elementes trotz evtl.
ungleichmalig verteilten Hau gkeiten schlecht. Will:
Proportional zu Hau gkeit w ahlen.

Das geht sogar:

Fur Datenstrom a D .az;:::; ap/ wahle Index X 2 f1;:::; ng
zufallig gleichverteilt und zahle Vorkommen des Wertes ax
im Gesamtstrom.

Leider nicht mehr klar, wie das als 1-Runden-Datenstrom-
algorithmus realisierbar.
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Zweiter Versuch:

Gleichverteilte Wahl des gezahlten Elementes trotz evtl.
ungleichmalig verteilten Hau gkeiten schlecht. Will:
Proportional zu Hau gkeit w ahlen.

Das geht sogar:

zufallig gleichverteilt und zahle Vorkommen des Wertes ax
im Gesamtstrom.

Leider nicht mehr klar, wie das als 1-Runden-Datenstrom-
algorithmus realisierbar.

Idee von Alon, Mathias und Szegedy: Wahle X wie oben,
aber zahle Vorkommen von ax nur im Restdatenstrom
ab Position X.

ng
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Dritter und letzter Versuch:

SeiriVDjfjajDaj;i | ngjEsist

k xR k
Erg, D E ry j X D, j-te Position von Wert i “
iD1 jD1
1
D - fkCc.fy 1XCc c2kcikc

"fkc, wkc c2kcikc
C
fkC.fn 1/kC C2kcik :
Extrahiere Teilsumme Fy durch Teleskopsummierung. . .
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Benutze dazu Schatzer
Y VDnrf g UK

Dann:
X Xi
EY D E Y X D,j-te Position von Wert i “

iD1jD1
X Xi

n . .

D — jk | 1/%

n.__.

iD1 jD1

D ff .4 LXK cC cC 2¢ 1k cikc
fk fm Uk Cc C 2k 1k c1k
D fkC C1X D Fy
Auch Varianz ist gut, spater.

C
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Algorithmus S AMPLE COUNT fur Fy:

Ausgabe Y D nrf g 1/%.
Stichprobe realisieren mit Reservoir-Sampling.

Satz 5.19:

Seik2 mitk 1,"; > Ound  VDminfm; ng Dann liefern
rD O .1="?/log.1= /k’1 1 Kopien von SAMPLECOUNT
eine ."; / -Approximation von Fy. Dies ist ein 1-Runden-
Datenstromalgorithmus mit Speicherplatzbedarf und

Zeit fur Updates O r .logm C logn/ .
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Beweis:

Ressourcen:
r Kopien von Reservoir-Sampling mit Stichprobengrofie 1,
pro Kopie O.logm C logn/ Platz / Zeit pro Element.

Erwartungswert:  Bereits erledigt.

Varianz: Analog zu Formel fur EY :

X0 Xi
EY2 D E Y?j X D,j-te Position von Wert i “
iD1 jD1
2 X0 Xi
n . .
D — Ko ouk

n . .
iD1 D1
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Fakt: FUr beliebige x;y 2 mitx yundk 2 mitk

v xk oy xrkyk L

n2 X0 Xi
Hatten: E Y?> D — i

N ip1 jD1
Anwenden auf des Fakts auf jeweils einen der beiden

Faktorenvon jk .j 1/ %

joukZ

X Xi
E Y? n Kk ik o kK
iD1 jD1
X Xi
n kil Bk K
iD1jD1

xn
D kn & 1D kn Fy 1
iD1
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Noch ein Fakt: Furx2 9,r s 1:kxk

k xKs.

Hatten:
E Y2 D kn Fy 1
Sei ~ VDminfm; ng Dann:

Fakt _ 2k 1/=k 2 1=k
k 1=k ~1 1=
2 N 2 :
Fe D F -
Insgesamt:
V.Y/ E Y? kn Fp 1 k1 FZ:
Tschebyscheff:
k‘l 1=k

Behauptung mit Probability-Ampli cation.




5.5 Metrische Einbettungen

Problem: Dimensionsreduktion

Ziel: Abbilden aufe;;:::;€,2 K k d
(,niedrigdimensionaler Raum®),
sodass Abstande nicht zu sehr verzerrt.

Passende Abbildung: Metrische Einbettung.

L,-Normen, p> 0:  kxko VD 5. jxijP
Maximumsnorm, L; : kxk; VDmaxi i 4 jXij.
Hammingnorm, Lo: kxko VD ji j x; 6D0gj.
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Anwendungen:

Dimensionsreduktion:
Clustering;
algorithmisches Lernen;
Approximate Nearest-Neighbor Search (ANN);

Datenstromalgorithmen, z. B.
fur Normen und Abstande (hier).

Metrische Einbettungen allgemein:

Approximationsalgorithmen fir Graphprobleme.
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5.5.1 Stabile Verteilungen

Fakt: Linearkombinationen von unabhangigen Kopien
normalverteilter ZV wieder normalverteilt.

De nition 5.20:

X1 C  CagXy Kk akp X,
. P d ._.p 7P 0
wobei kak, D pqja;jP und Z  Z°bedeutet,

dass Z und Z%identisch verteilt. Nenne dann Verteilung
von X p-stabil.

Satz 5.21:
Es gibt p-stabile Verteilungen fir beliebige p 2 .0; 2U
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Beispiele flr stabile Verteilungen:

Normalverteilung: 2-stabil. 0.4
0.
1 1 x 2 0.
fN.X/D'pTei_,XZ
2 +4 2 4
Cauchyverteilung: 1-stabil. 0.4
0.3
1 0.
fex/ID—- ————5,x2
© 2C.x 12 By
Lévyverteilung: 1=2-stabil. 04
1 0.2
fL.x/ D — exp

2  x /3= 2.x |’ 0 1234

X >

Diese und x 7! f_. x/ einzige Familien von stabilen
Verteilungen mit bekannter geschlossener Form.
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Eigenschaften stabiler Verteilungen:

Fur p 2 .0; 2/ gilt: p-stabile Verteilung ist approximativ
Potenzgesetzverteilung mit Exponent 1 C p:
Dichtefunktion sei f, dann existiert ¢ > 0 geeignet,
sodass f.x/=.cx “1CP// 1 1firx!1

Damit Skaleninvarianz und ,heavy tails".
Fir 1 < p < 2 existiert Erwartungswert, aber Varianz nicht.

Firp 1 existiert weder Erwartungswert, noch Varianz.

(Ohne Beweise.)
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Simulation von stabilen Verteilungen:

Fiar Normalverteilung: Box-Muller-Verfahren.

Allgemeines Verfahren:

Sei F invertierbare Verteilungsfunktion.
Wahle U 2 T0; 1Uzufallig gleichverteilt.
Ausgabe F 1.U/.

Korrektheit klar:

PrfF .U/ xgDPrfuU F.x/gDF.x/.
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Simulation von stabilen Verteilungen (Forts.):

Beispiel: Normalisierte Cauchyverteilung
1
1Cx2’
Verteilungsfunktion F.x/ D arctan.x/= C 1=2.
Damit: F L.y/Dtan..y 1=2//,y2.0;1/.

Far Implementierung Approximation mit endlicher
Genauigkeit (Standard-Numerik-Tricks, Taylorreihen.. .).

Dichte f.x/ D E
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Simulation von stabilen Verteilungen (Forts.):
Allgemein gilt:

Satz 5.22:
Seien U; und U, Uber 0; 1Ugleichverteilte, unabhéngige
Zufallsvariablen. Dann ist fur p 2 .0; 2Udie im Folgenden
de nierte Zufallsvariable S.Uq; Uy; p/ p-stabil.
Sei VD.U; 1=2/und

§ sin.p/ cos..1 pl/l -1 p=p

S.Uq; Uo;p/ VD, .cos /17 In Uy ’
" tan ; pD 1.

v

6D1;

Fur Cauchyverteilung bewiesen, ansonsten hier nicht.
Fur p D 2 Formel wie beim Box-Muller-Verfahren.

403



5.5.2 Randomisierte Projektionen

Wichtiges positives Ergebnis fur Lo-Norm:

Satz 5.23 (Johnson-Lindenstrauss-Lemma, 1984):

approximative metrische Einbettung in ¥ mit relativem
Fehler",d.h.,@q;:::; @, 2 X mit
1 "ky; ijz K @; ejkz .1 C " kv; ijz

und |k DO 1="2 logn |

Und: Kann das auch noch ef zient berechnen. ..
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Realisierung durch randomisierte Projektionen:

Benutze k  d-Matrix X mit zufélligen Eintragen.
Eintrage unabhangig voneinander.
Einbettung:

vile VDpl—EXv.

(Projektion auf den k-dimensionalen Unterraum in ",
der von den Zeilen von X aufgespannt wird.)

Wie Eintrage von X wéhlen?
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Wahl der Matrix X fur randomisierte Projektion:

Klassisch: Eintrage gemaf N.0; 1/-Verteilung.

(Vgl. SimHash-Verfahren.)

Diskret & ef zient: Eintr &ge gleichverteilt aus f 1; 1g
(Vgl. praktisches SimHash-Verfahren, F2-Algorithmus.)

Kann zeigen:

Satz 5.24:

Sei ;"> 0. Sei X eine randomisierte Matrix wie oben
beschrieben. Dann ist Fehlerschranke in JL-Lemma mit

Wabhrscheinlichkeit 1 1=n erfulltfirk DO ="?2 logn .
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Strategie fur Beweis (Fall k D 1):
Gemal} Def. 5.20 fur Zufallsvektor X, Komponenten
unabhangig gemal 2-stabiler Verteilung N.O; 1/:
E X;vi? DE kvk3 N.0;1/2 D kvk3:
Fur Gleichverteilung auf f 1; 1gdasselbe,
Beweis siehe Analyse F»-Algorithmus RANDPROJECT.

Zeige nun weiter, dass sogar starke Konzentration
um Erwartungswert gilt (exponentielle Verbesserung
des Fehlers in spendierter Anzahl Dimensionen).

Bemerkung:

In schwéacheren Form bei F,-Algorithmus gesehen. Fur
Ergebnis hier bessere Analyse wie bei Beweis der
Chernoff-Schranken erforderlich.
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Randomisierte Projektionen fur
beliebige p-Normen, p 2 .0; 2/:

Nur fur Spezialfall k D 1.

Wieder zufélliger Vektor X 2 9,
Komponenten unabhangig gemaf p-stabiler Verteilung D.

Gemal De nition 5.20:
WX;vi k vkp D:
Problem flir Anwendung bei Dimensionsreduktion:

Eventuell ist Erwartungswert oder Varianz unendlich.
Abnhilfe: Erwartungswert! Median.

Kann fur p D 1, L;-Norm, zeigen:

Jede approximative Einbettung mit konstantem Fehler
bendtigt k D n* / Dimensionen.
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