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Schon wieder so ein Problem? Was soll das?
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Motivation, SAT\

bisher
KP FPTAS

metrisches TSP Christo des mit geschickt gewahlten
Komponenten

euklidisches TSP PTAS mit dynamischer Programmierung

jetzt neu Randomisierung ganz zentral
(viel mehr als bei Arora)

insbesondere vollstandiges Ausprobierekeine Option

Wiederholung Analyse randomisierter Algorithmen

Erinnerung bei randomisiertem Quicksort alles schon gemacht
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in GTI/TIfAI randomisierte TM mit fairen Minzweirfen

hier beinahe beliebige Zufallsexperimente

erforderlich Wahrscheinlichkeitsverteilung
approximierbamit polynomiell wenigen Mnzwerfen

klar fur genaue Rechenzeit Details wichtig

hier Zufallsexperiment in konstanter Zeit
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Ein Miniatur-Beispiel
Sei  p2]0; 1] fest.

1.  Mit Wahrscheinlichkeitp setzez := 0
Sonst setzez .= 1
2. If z=0 Then Weiter bei 1.

Festlegung ein Durchlauf Zeilen 1{2b 1 Rechenschritt

De nition T = #Rechenschritte

Was ist E(T)?
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2. Meglichkeit Summationeber die Knoten

X X
E(T) = @ p p?tepi= p?t pdepd
d=1 d=1
1
d _
= p = -
d=0 1 p

Beobachtung Rechenzeit = #Versuche bis Ereignisl p\
klar Wartezeit geometisch verteilt, Parametdr p

also E(T)= 1—1p
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2 Repeat
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4. i=i+l;n:=n 1

5 Untilk =0
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klar  Problem und Algorithmus verallgemeinerbar
auf beliebigen 2 Nundk 2f 1;2;:::;ng

dann E(T) fur Algorithmus 1 vielleichtzu gro
fur sehr gro en und kleinek

Anmerkung wenn Zufallsexperimente teuer
weniger Zufallsexperimentemmschenswert

hier  Algorithmus 2 #ir n =49 und k = 6 zum Vergleich



Algorithmus 2
1. Fari 2f1;2;:::;499 setzeali] :=0.

2 Fari 2f1;2;:::;69

3 Repeat

4, Wehlez 2 f 1;2;:::;49g uniform zutllig.
5. Until a[z] =0

6 alzl:=1

7 Fari2f1,2;:::;,49

8 If a[i] =1 Then Ausgabd
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Algorithmus 3

Fari 2f1;2;:::;49 setzea[i] := i.
Fari 2f1;2;:::;69

Vertauschea(i] und a[z].

Fari 2f1;2;:::;69
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Beoabchtung Rechenzeit( n)

Rechenzeit Anzahl Zufallsexperiment k
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MAXSAT und MAXk-SAT
zurick zu SAT

Festlegung Optimierungsvariante von SAT hei MAXSAT

Festlegung Klausel, in der keine Variable mehrfach vorkommt,
heit reduziert

Festlegung MAXSAT-Instanz mit ausschlie lich reduzierten Klauselr
heit reduziert

ab jetzt nur noch reduzierte Instanzen
Festlegung Anzahl Literale einer Klausel heilteange

Festlegung MAXSAT-Instanz, in der alle Klauselnelnge= k haben,
heit MAX-k-SAT-Instanz
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Kennen wir aus Algorithmus 10.&Approximation machen?

Begri  systematisch@Jberfihrung randomisiert deterministisch
heit Derandomisierung

Beobachtung wie beim PTAS von Arordunktioniert nicht
alle 2" Belegungen nicht ausprobierbar
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Derandomisierung von Algorithmus 10.1

Erinnerung b wird von links nach rechts belegt
alsop; := Prob(X; =1) immer2 f 0;1=2; 1g

De nition I := fj 2f1,:::,ng ] x; kommt in ¢ vorg
= f

damit  Ci(p1;:::;pn):= E(Xi)=1 Q 1 p) © Pj

j21; j21,

Beobachtung gilt auch nach Festlegung vop; 2 f 0; 19
" m

De nition  C(py;:::;pn) = E(X) = Ci(p;::iipm)

i=1
Klar  C, Cj in jedemeinzelnerp; linear
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Schrittweise, Optimierung\ vonC

gesehen C(pg;:i:ii;pi 1;XPi+1;::;Pn)= M X+ b
>

Beobachtung Extrema an Rindern des De nitionsbereichs
Algorithmus 10.3
1. Furi 2f1;2;:::;ng setzep; := 1=2.
2. Fari 2f1;2;:::;ng
3. IfC(p1s:::Pi 1,0, Pivs; it Pn)

>C(pii:nip 1 LPier; il Pn)
4. Thenp; :=0 Elsep; :=1.
5. FRuri2f1;2;:::;ng setzeli] := p

5
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Eingabe lineare Zielfunktioneberxq;X2;:::; Xn

Koe zienten 2 Z

zulassige bsungen Belegunger? Z"
alle linearen Ungleichungen gleichzeitigeditf

Bewertung Zielfunktion, maximieren

klar ganzzahlige lineare OptimieruryNP O

Und was soll das jetzt?

Behauptung MAXSAT als ganzzahliges lineares Programm
formulierbar
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Was rutzt uns die losung des relaxierten Problems?

Idee Belegungen gebeh
Wert fur y; nahe 0 vermutlich bessek; = 0 setzen
Wert fur yj nahe 1 vermutlich bessek; = 1 setzen

Algorithmus 10.5

Formuliere zur MAXk-SAT-Instanz das lineare Programm.

Fari 2f1;2;:::;ng
Mit W'keit ¢ setzeli] := 1 sonst setzei] := 0.
Ausgabeb

o e W N
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Uber randomisiertes Runden

Theorem 10.6

Algorithmus 10.5 berechnet zu einer reduzierten
MAX-k-SAT-Instanz mitm-Klauselnubern Variablen in
Polynomialzeit eine Belegung, die im Erwartungswert
mindestens 1 (1 1=k)k OPT Klauseln eréllt, wenn
OPT die maximal gleichzeitig esflbare Anzahl der Klauseln
angibt.

Algorithmus 10.5 berechnet zu einer MAXSAT-Instanz mit
m-Klauselnubern Variablen in Polynomialzeit eine Belegung,
die im Erwartungswert mindestenst e ! OPT Klauseln
erfullt, wenn OPT die maximal gleichzeitig edibare Anzahl
der Klauseln angibt.

Jede einzelne Klause] mit k Literalen wird mit
Wahrscheinlichkeit mindestensl 1 1 “ 2 erfullt.
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Ergebnisdr MAXSAT

Wir haben E 21322 =1 (E(A1)+ E(A)
e L] @ 1= 3
2 — ]
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1 21
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3=4 ¥
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~, 2
i |1 2 i1 (1 1:|j)'i 1 é"i + 1 (1 1=|j)|j =
1 0,5 1,0 0;75
2 0;75 0;75 0;75
3| 0875 0;704 0;79
4| 0,938 0;684 0;81
5| 0,969 0,672 0;82
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Zusammenfassung

Theorem 10.10

Algorithmus 10.9 berechnet zu einer MAXSAT-Instanz, in der
hechstens OPT Klauseln gleichzeitig elit werden lennen, in
Polynomialzeit eine Belegung, in der im Erwartungswert
mindesteng3=4) OPT Klauseln gleichzeitig ewllt sind.
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Zusammenfassung

Theorem 10.10

Algorithmus 10.9 berechnet zu einer MAXSAT-Instanz, in der
hechstens OPT Klauseln gleichzeitig elit werden lennen, in
Polynomialzeit eine Belegung, in der im Erwartungswert
mindesteng3=4) OPT Klauseln gleichzeitig ewllt sind.

Fakt Es gibtkein PTAS wenn P& NP.
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